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Об'єкт дослідження: автоматизовані засоби розпізнавання зображення на основі нейронної мережі.
Предмет дослідження: програмний модуль розпізнавання зображення на основі нейронної мережі.

Мета дипломної роботи: розробити програмний модуль розпізнавання зображення на основі нейронної мережі. Засвоєння навичок по розробленню програмних засобів розпізнавання зображення на основі нейронної мережі, роботі з інтегрованим середовищем розробки PyCharm Community.
Мета дипломної роботи: теоретичне ознайомлення з існуючими програмними аналогами, застосування можливостей бібліотеки OpenCV та мови програмування Python для створення програмного модуля розпізнавання зображення на основі нейронної мережі.
Висновки: було розроблено програмний модуль розпізнавання зображення на основі нейронної мережі YOLOv3 на мові Python. Результати дипломного проекту рекомендується використовувати в  роботизованих комплексах, гнучких автоматизованих виробництвах, безпілотних літальних апаратах, безпілотних транспортних засобах, а також в охоронних системах.
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Нейронні мережі – набір алгоритмів, розроблених на основі спостереження за мозком людини, які служать для розпізнавання шаблонів.
YOLO (You Only Look Once) – архітектура згорткових нейромереж, яка накладає на зображення сітку, розділяючи його на осередки.
CNN (Convolutional Neural Network) – клас глибинних штучних нейронних мереж прямого поширення.
OpenCV (Open Source Computer Vision Library) — бібліотека функцій та алгоритмів комп'ютерного зору, обробки зображень і чисельних алгоритмів загального призначення з відкритим кодом.
PyCharm Community — інтегроване середовище розробки для мови програмування Python.
СОСО — великий набір зображень, призначений для виявлення об'єктів, сегментації, виявлення ключових точок людини, сегментації матеріалів та генерації підписів.

YOLOv3 – надзвичайно швидка і точна новіша реалізація архітектури згорткових нейромереж YOLO.
mAP (Mean Average Precision) – загальноприйнятий спосіб оцінювання змагань з виявлення об'єктів.
ІСР (Інтегроване середовище розробки) – комплексне програмне рішення для розробки програмного забезпечення.
ВСТУП
З розвитком обчислювальної техніки стало можливим вирішити ряд завдань, що виникають в процесі життєдіяльності, полегшити, прискорити, підвищити якість результату. Наприклад, робота різних систем життєзабезпечення, взаємодія людини з комп'ютером, поява роботизованих систем та ін. Проте, слід відзначити, що забезпечити задовільний результат в деяких завданнях (розпізнавання об'єктів, що швидко подібних об'єктів, рукописного тексту) в даний час не вдається через недосконалість розроблених алгоритмів розпізнавання.
Розпізнавання образів – науковий напрямок, пов'язаний з розробкою принципів і побудовою систем, призначених для визначення приналежності даного об'єкту до одного із заздалегідь виділених класів об'єктів.
Завдання пошуку зображення за зразком є ​​частиною (підзадачею) більш загальної задачі розпізнавання образів. При несистематичному і ненаправленному пошуку «схожих» об'єктів з безлічі об'єктів, їх можна перераховувати безкінечно довго і не прийти до завершення із заданою вірогідністю. В окремих випадках об'єкти характеризуються такими ідентифікаційними параметрами (ознаками), як форма, колір, положення, рухливість, по відмінним рисам, їх комбінації. Залежно від цих факторів об'єкти піддаються класифікації. Часто стоїть не глобальне завдання класифікації всіх оточуючих об'єктів, а необхідність виділити в вхідному відео-потоці об'єкти певного роду.
Завдання розпізнавання – це інформаційні завдання, що складаються з двох етапів:

· перетворення вихідних даних до виду, зручного для розпізнавання;

· власне розпізнавання (вказівка ​​приналежності об'єкта певного класу).
У цих завданнях можна вводити поняття аналогії або подібності об'єктів і формулювати правила, на підставі яких об'єкт зараховується в один і той же клас або в різні класи. У цих завданнях можна оперувати набором прецедентів-прикладів, класифікація яких відома і які у вигляді формалізованих описів можуть бути пред'явлені алгоритмом розпізнавання для настройки на завдання в процесі навчання. Для цих завдань важко будувати формальні теорії і застосовувати класичні математичні методи (часто недоступна інформація для точної математичної моделі або виграш від використання моделі та математичних методів непорівнянний з витратами).
Виділяють такі типи завдань розпізнавання:

· задача розпізнавання – віднесення пред'явленого об'єкта за його опису до одного із заданих класів (навчання з учителем);

· задача автоматичної класифікації – розбиття множини об'єктів, ситуацій, явищ за їх описами на систему непересічних класів (таксономія, кластерний аналіз, самонавчання);

· задача вибору інформативного набору ознак при розпізнаванні;

· задача приведення вихідних даних до виду, зручного для розпізнавання;

· динамічне розпізнавання і динамічна класифікація – завдання 1 і 2 для динамічних об'єктів;

· задача прогнозування – попередній тип, в якому рішення повинне ставитися до деякого моменту в майбутньому.
У процесі біологічної еволюції багато тварин за допомогою зорового й слухового апарата вирішили задачу розпізнавання образів досить добре. Створення штучних систем розпізнавання образів залишається складною теоретичною й технічною проблемою. Необхідність у такому розпізнаванні виникає в самих різних областях — від військової справи й систем безпеки до оцифровування різних аналогових сигналів.

Традиційно задачі розпізнавання образів включають у коло задач штучного інтелекту.
Розпізнавання образів, науковий напрям, пов'язаний з розробкою принципів і побудовою систем, призначених для визначення приналежності даного об'єкту до одного із заздалегідь виділених класів об'єктів. Під об'єктами в розпізнавання образів розуміють різні предмети, явища, процеси, ситуації, сигнали. Кожен об'єкт описується сукупністю основних характеристик (ознак, властивостей) X=(x1,...,xi, ..., xn), де i-а координата вектора X визначає значення i-ї характеристики, і додатковою характеристикою S, яка вказує на приналежність об'єкта до певного класу (образу). Набір заздалегідь розкласифікованих об'єктів, таких, у яких відомі характеристики X і S, використовується для виявлення закономірних зв'язків між значеннями цих характеристик, і тому називаються навчальною вибіркою. Ті об'єкти, у яких характеристика S невідома, утворюють контрольну вибірку. Окремі об'єкти навчальної та контрольної вибірок називаються реалізаціями. Одна з основних завдань розпізнавання образів – вибір правила (вирішальній функції) D, відповідно до якого за значенням контрольній реалізації X встановлюється її приналежність до одного з образів, вказуються «найбільш правдоподібні» значення характеристики S для даного X.
Успіх у вирішенні завдання розпізнавання образів залежить значною мірою від того, наскільки вдало вибрані ознаки X.
Вихідний набір характеристик часто буває дуже великим. У той же час прийнятне правило має грунтуватися на використанні невеликого числа ознак, найбільш важливих для відмінності одного способу від іншого. Так, в задачах медичної діагностики важливо визначити, які симптоми і їх поєднання (синдроми) слід використовувати при постановці діагнозу даного захворювання. Тому проблема вибору інформативних ознак - важлива складова частина проблеми розпізнавання образів.

Проблема розпізнавання образів тісно пов'язана з завданням попередньої класифікації, або таксономії.
В основному завданні розпізнавання образів побудови вирішальних функцій D використовуються закономірні зв'язки між характеристиками X і S, які виявляються на навчальній вибірці, і деякі додаткові апріорні припущення, наприклад, такі гіпотези: характеристики X для реалізацій образів є випадковими вибірки з генеральнихсукупностей з нормальним розподілом, реалізації одного способу розташовані «компактно» (в певному сенсі), ознаки в наборі X незалежні і т.д.
В області розпізнавання образів істотно використовуються ідеї і результати багатьох ін. Наукових напрямів - математики, кібернетики, психології і т.д.
У 60-х рр. 20 ст. в зв'язку з розвитком, електронної техніки, широке застосування отримали автоматичні системи розпізнавання. Під системами розпізнавання зазвичай розуміють комплекси засобів, призначених для вирішення описаних вище, завдань. Методи розпізнавання образів використовуються в процесі машинної діагностики різних захворювань, для прогнозування корисних копалин в геології, для аналізу економічних і соціальних процесів, в психології, криміналістиці, лінгвістиці, океанології, хімії, ядерній та космічній фізиці, в автоматизованих системах управління і т.д. Їх застосування виправдане практично усюди, де доводиться мати справу з класифікацією експериментальних даних.
Об’єкт дослідження – автоматизовані засоби розпізнавання зображення на основі нейронної мережі.

Предмет дослідження – програмний модуль розпізнавання зображення на основі нейронної мережі. 

Мета дипломної роботи – розробити програмний модуль розпізнавання зображення на основі нейронної мережі. Засвоєння навичок по розробленню програмних засобів розпізнавання зображення на основі нейронної мережі, роботі з інтегрованим середовищем розробки PyCharm Community. Програмний модуль буде реалізувати наступні функції:

1) Детектування образів на завантажених графічних зображень;
2) Детектування образів на завантажених відео файлах;
3) Детектування образів на зображенні, отриманому з веб-камери;
4) Вивід результатів у командний рядок;
5) Можливість переключитись на інші версії нейромережі YOLO (YOLOv2, TinyYOLOv2, YOLOv3, TinyYOLOv3).
Метод дослідження – теоретичне ознайомлення з існуючими програмними аналогами, застосування можливостей бібліотеки OpenCV та мови програмування Python для створення програмного модуля розпізнавання зображення на основі нейронної мережі.
Практичне значення отриманих результатів полягає в подальшому розвитку можливості використання створеного засобу в роботизованих комплексах, гнучких автоматизованих виробництвах, безпілотних літальних апаратах, безпілотних транспортних засобах, а також в охоронних системах.
Розділ 1
АНАЛІЗ ПРОБЛЕМАТИКИ ОБЛАСТІ ДОСЛІДЖЕННЯ
1.1. Сучасні програмні комплекси для розпізнавання образів
Область комп'ютерного зору може бути охарактеризована як молода та різноманітна. І, хоча існують більш ранні роботи, можна сказати, що тільки з кінця 1970-х почалось інтенсивне вивчення цієї проблеми, коли комп'ютери змогли керувати обробкою великих наборів даних, таких як зображення. Однак, ці дослідження зазвичай починались з інших галузей, і, відповідно, нема стандартного формулювання проблеми комп'ютерного зору. Також, і це навіть більш важливо, нема стандартного формулювання того, як повинна вирішуватись проблема комп'ютерного зору. Замість того, існує маса методів для вирішення різноманітних строго визначених задач комп'ютерного зору, де методи часто залежать від задач і рідко коли можуть бути узагальнені для широкого кола застосування [1]. 
Багато з методів та застосувань все ще знаходяться на стадії фундаментальних досліджень, але все більша кількість методів знаходить застосування в комерційних продуктах, де вони часто складають частину комплексної системи, яка може вирішувати складні задачі (наприклад, в галузі медичних зображень або вимірювання та контролю якості в процесах виробництва). У більшості практичних застосувань комп'ютерного зору, комп'ютери попередньо запрограмовано для вирішення окремих задач, але методи, що базуються на знаннях, стають все більше узагальненими.
Комп'ютерний зір – це поле вивчення, зосереджене на проблемі допомагати комп'ютерам бачити. Це мультидисциплінарна сфера, яку в широкому розумінні можна назвати підполем штучного інтелекту та машинного навчання, яка може передбачати використання спеціалізованих методів та використання загальних алгоритмів навчання [2].
У більшості випадків, сприймаючи явища навколишнього світу, людина здійснює їх класифікацію, тобто розбиває ці явища (предмети, ситуації) на групи схожих явищ (саме схожих, а не тотожних). По тим чи іншим причинам необхідно віднести в одну групу у чомусь подібні явища чи предмети, які можуть при  цьому  значно  відрізнятися  один  від  одного.
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Рис. 1.1. Огляд взаємозв'язку штучного інтелекту та комп'ютерного зору

Для оптичного розпізнавання образів можна застосувати метод перебору вигляду об'єкта під різними кутами, масштабами, зсувами. Для букв потрібно перебирати шрифт, властивості шрифту. 

Другий підхід – знайти контур об'єкта й досліджувати його властивості (зв’язність, наявність кутів). 

Ще один підхід – використовувати штучні нейронні мережі (багатошарові персептрони, мережі квантування, мапи Кохонена, рекурентні мережі). Цей метод вимагає або великої кількості прикладів задачі розпізнавання (із правильними відповідями), або спеціальної структури нейронної мережі, що враховує специфіку даної задачі.
Реалізація систем комп'ютерного зору сильно залежить від області їх застосування. Деякі системи є автономними і вирішують специфічні проблеми детектування та вимірювання, тоді як інші системи складають підсистеми більших систем, які, наприклад, можуть містити підсистеми контролю за механічними маніпуляторами, планування, інформаційні бази даних, інтерфейси людина-машина тощо. 

Реалізація систем комп'ютерного зору також залежить від того, чи є її функціональність наперед визначеною чи деякі її частини можуть бути вивчені і модифіковані в процесі роботи. Однак, існують функції, типові для багатьох систем комп'ютерного зору.
Отримання зображень: цифрові зображення отримуються від одного чи декількох датчиків зображення, які окрім різноманітних типів світлочутливих камер включають датчики відстані, радари, ультразвукові камери тощо. Залежно від типу датчика, отримані дані можуть бути звичайним 2D зображенням, 3D зображенням чи послідовністю зображень. Значення пікселів зазвичай відповідають інтенсивності світла в одній чи декількох спектральних смугах (кольорові чи зображення у відтінках сірого), але можуть бути пов'язані з різноманітними фізичними вимірюваннями, такими як глибина, поглинання чи відображення звукових або електромагнітних хвиль, або ядерним магнітним резонансом.

Попередня обробка: перед тим, як методи комп'ютерного зору можуть бути застосовані до відеоданих з метою вилучення певної частини інформації, необхідно обробити відеодані, щоб вони задовольняли деяким вимогам залежно від метода, що використовується. Приклади:

· повторна вибірка з метою, щоб переконатись, що координатна система зображення є правильною;
· видалення шумів з метою, щоб видалити спотворення, що вносяться датчиком;
· покращення контрастності для того, щоб потрібна інформація могла бути виявлена;
· масштабування для кращого розрізнення структур на зображенні.

Видокремлення деталей: деталі зображення різного рівня складності виділяються з відеоданих. Типовими прикладами таких деталей є:

· лінії та межі;

· локалізовані точки інтересу, такі як кути, краплі чи точки: складніші деталі можуть належати до структури, форми чи руху.

Детектування або сегментація: на певному етапі обробки приймається рішення про те, які точки чи ділянки зображення є важливими для подальшої обробки. Прикладами є:

· виділення визначеного набору точок, що нас цікавлять;

· Сегментація одного або кількох ділянок зображення, які містять характерний об'єкт.

Високорівнева обробка: на цьому кроці вхідні дані зазвичай представляють невеликий набір даних, наприклад, набір точок чи ділянка зображення, в якій за припущенням знаходиться певний об'єкт. Прикладами є:

· перевірка того, що дані задовольняють умовам, що залежать від методу і застосування;

· оцінка характерних параметрів, таких як положення або розмір об'єкта;

· класифікація знайденого об'єкта за різними категоріями.

Відомі наступні програмні продукти, які використовуються для розпізнавання зображень:

· CuneiForm – інструмент оптичного розпізнавання символів, розроблений російською компанією Cognitive Technologies. Програма перетворює файли зображень, отримані зі сканера або іншим шляхом на текст;

· FineReader – програма для оптичного розпізнавання символів, розроблена російською компанією ABBYY;
· Readiris – програма для перетворення документів в різні формати. Cканер або МФУ дають можливість сканувати і розпізнавати текст через цю утиліту.
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Рис. 1.2. Головне вікно програми CuneiForm
CuneiForm — шрифтонезалежна (OmniFont) система. Алгоритми, закладені в CuneiForm, ґрунтуються на правилах написання букв, на їхній топології, і не вимагають задавання певних еталонів або навчання. Розпізнаються будь-які друкарські шрифти — книги, газети, журнали, роздруківки з лазерних і матричних принтерів, тексти з друкарських машинок тощо. Не розпізнається рукописний текст і декоративні шрифти (готичний, стилізований під рукописний). В CuneiForm існують спеціальні налаштування для розпізнавання текстів з матричного принтера і факсів 200x100 DPI. CuneiForm зберігає форматування тексту і розпізнає складні таблиці довільної структури.

Програма розпізнає текст англійською, болгарськіою, голландською, данською, естонською, іспанською, італійською, латвійською, литовською, німецькою, польською, португальською, російською, румунською, сербською, словенською, турецькою, угорською, українською, французькою, хорватською, чеською, шведською мовами та російсько-англійський двомовний текст.
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Рис. 1.2. Головне вікно програми FineReader
FineReader швидко і з точністю розпізнає відскановані або сфотографовані документи, перетворюючи їх в електронні редаговані формати або PDF з можливістю пошуку. При розпізнаванні якісних документів швидкий режим збільшить швидкість на 40% без шкоди для точності. А для чорно-білих документів можна використовувати також чорно-білий режим розпізнавання, який прискорить роботу ще на 30%. FineReader зберігає вихідну структуру багатосторінкових документів, включаючи розташування тексту, таблиць, колонтитулів, приміток, нумерацію сторінок, змісту, змісту та ін. FineReader забезпечує миттєвий доступ до сторінок документа, що сканується незалежно від його розміру. FineReader розпізнає документи на 190 мовах, в будь-яких комбінаціях. Програма перетворює зображення документів і PDF-файли, отримані зі сканера (без текстового шару), в формати, придатні для збереження в електронному архіві з можливістю пошуку: PDF з текстовим шаром або PDF/A. Програма підтримує широкий набір форматів для збереження документів, необхідних вам у роботі. Можна записати результати розпізнавання в файл або відправити їх відразу в додатки Microsoft Word, Excel, PowerPoint, OpenOffice Writer та ін. Програма підтримує збереження в найпопулярніші формати електронних книг, це допоможе швидко зробити електронну копію для портативного пристрою — електронної книги, планшета, смартфона, і ін.
Readiris – продукт для розпізнавання тексту, функціонал якого підійде індивідуальним користувачам і фрілансерам. Readiris економить час, позбавляючи від необхідності передруковувати інформацію з потрібного документа. Readiris автоматично розпізнає зображення, тексти, PDF файли або скан-копії документів і конвертує їх в редагований цифровий формат.
1.2. Застосування нейромереж в розпізнаванні образів

1.2.1. Визначення нейронної мережі
Нейронні мережі – це набір алгоритмів, розроблених на основі спостереження за мозком людини, які служать для розпізнавання шаблонів. Вони інтерпретують сенсорні дані через своєрідне машинне сприйняття, маркування або групування вихідних даних. Шаблони, які вони розпізнають є чисельними, та містяться у векторах, в які повинні бути переведені всі дані реального світу, будь то зображення, звук, текст чи часовий ряд. На рисунку 1.3 зображено схему нейрона.
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Рис. 1.3. Зображення нейрона
Нейронні мережі допомагають нам кластеризувати та класифікувати данні. Їх можна розглядати як шар кластеризації та класифікації поверх даних, які ви зберігаєте та керуєте. Вони допомагають групувати немарковані дані за подібністю серед прикладних входів, і класифікувати їх, коли у них є мічений набір даних для навчання. Нейронні мережі також можуть витягувати функції, які подаються в інші алгоритми кластеризації та класифікації; тому можна думати про глибокі нейронні мережі як компоненти більш великих додатків машинного навчання, що включають алгоритми для посилення навчання, класифікації та регресії [3].

Усі завдання класифікації залежать від мічених наборів даних, тобто люди повинні перенести свої знання до набору даних, щоб нейронна мережа дізналася про співвідношення міток і даних. Це називається наглядове навчання.

· Виявити обличчя, визначити людей на зображеннях, розпізнати міміку (розгніваний, радісний); 

· Визначити об'єкти на фото (знаки зупинки, пішоходи, маркери смуг); 

· Розпізнати жести у відео; 

· Виявити голоси, визначити людей що розмовляють, переписати розмову в текст, розпізнати почуття у голосах; 

· Класифікувати текст як спам (в електронних листах) або шахрайський (у страхових вимогах).
Будь-які мітки, які можуть генерувати люди, будь-які результати, які вас цікавлять і які співвідносяться з даними, можуть використовуватися для тренування нейронної мережі. За допомогою класифікації глибоке навчання здатне встановити співвідношення між, скажімо, пікселями в зображенні та іменем людини. Можна назвати це статичним прогнозом. Таким же чином, маючи достатню кількість потрібних даних, глибоке навчання здатне встановити співвідношення між поточними подіями та майбутніми подіями. Можна вести регресію між минулим і майбутнім. Майбутня подія схожа на маркер в певному сенсі.
· Поломки обладнання (центри обробки даних, виробництво, транспорт); 

· Порушення здоров'я (інсульти, інфаркти на основі життєвої статистики та даних, які можна носити); 

· Замовлення клієнта (прогнозування ймовірності того, що клієнт піде, виходячи з веб-активності та метаданих); 

· Працелюбність робітників.

Іншим основним завданням в нейромережах є завдання кластеризації. Кластеризація чи групування – це виявлення подібності. Глибоке навчання не вимагає міток для виявлення подібності. Навчання без міток називається непідконтрольним навчанням. Дані без маркування – це більшість даних у світі. Один закон машинного навчання: чим більше даних алгоритм може тренувати, тим точнішим він буде. Тому непідконтрольне навчання має потенціал для створення високоточних моделей. Пошук: порівняння документів, зображень чи звуків з поверхневими подібними предметами. Виявлення аномалії: розгортання виявлення подібності – виявлення аномалій чи незвичної поведінки. У багатьох випадках незвична поведінка сильно співвідноситься з речами, які ви хочете виявити та запобігти, наприклад, шахрайству.
1.2.2. Елементи нейронної мережі

Глибоке навчання – це назва, яку використовують для складених нейронних мереж, тобто мереж, складених з декількох шарів. Шари виготовлені з вузлів. Вузол – це місце, де відбувається обчислення, відповідно з малюнком нейрона в людському мозку, який спрацьовує стикаючись із достатньою кількістю подразників. Вузол поєднує вхід даних з набором коефіцієнтів або ваг, які або посилюють, або зменшують цей вхід, надаючи таким чином значення вхідним даних стосовно завдання, яке алгоритм намагається вивчити. Наприклад, який вхід є найбільш корисним за вибором класифікації. Ці продукти з вхідною вагою підсумовуються, а потім сума передається через так звану функцію активації вузла, щоб визначити, чи повинен і в якій мірі цей сигнал просуватися далі по мережі, щоб вплинути на кінцевий результат. Якщо сигнали проходять через, нейрон був активований. На рис. 1.4 схематично зображено схему нейрона.
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Рис. 1.4. Схема зображення одного вузла
Шар вузла – це ряд тих нейронних комутаторів, які вмикаються або вимикаються, коли вхід подається через мережу. Вихід кожного шару є одночасно введенням наступного рівня, починаючи з початкового вхідного шару, який отримує ваші дані. На рис 1.5 зображено приклад простої нейромережі
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Рис. 1.5. Приклад простої нейромережі
Сполучення регульованих ваг моделі з функціями введення полягає в тому, як ми надаємо значення цим характеристикам щодо того, як класифікує та кластеризує нейромережа.
1.2.3. Основні поняття глибоких нейронних мереж

Мережі глибокого навчання відрізняються від більш звичних одношарових нейронних мереж за своєю глибиною, тобто кількість шарів вузлів, через які повинні пройти дані у багатоступеневому процесі розпізнавання шаблонів. 

Більш ранні версії нейронних мереж, були неглибокими, складалися з одного вхідного та одного вихідного шарів і щонайменше одного прихованого шару між ними. Більше трьох шарів (включаючи вхід і вихід) кваліфікується як глибоке навчання, тобто глибокий – це термін, який означає більше одного прихованого шару. 

Глибоке навчання (також відоме як глибоке структуроване навчання, ієрархічне навчання або глибоке машинне навчання) – галузь машинного навчання, заснована на наборі алгоритмів, які намагаються моделювати абстракції даних високого рівня. У простому випадку у вас може бути два набори нейронів: той, який приймає вхідний сигнал, і той, що надсилає вихідний сигнал. Коли вхідний шар отримує вхід, він передає модифіковану версію введення на наступний рівень. У глибокій мережі існує багато шарів між входом і виходом (шари не зроблені з нейронів, але це може допомогти продумати це таким чином), що дозволяє алгоритму використовувати декілька шарів обробки, складених з декількох лінійних і нелінійні перетворення 

У мережах з глибоким навчанням кожен шар вузлів тренується за окремим набором функцій на основі результатів попереднього шару. Чим далі ви просуваєтеся в нейронну мережу, тим складніші функції ваших вузлів можуть розпізнати, оскільки вони агрегують і рекомбінують функції попереднього шару. 
Це робить мережі з глибоким навчанням, здатними обробляти дуже великі набори даних з мільярдами параметрів, які проходять через нелінійні функції. На рис.1.6 зображено ієрархію особливостей зростаючої складності та абстракції. 
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Рис. 1.6. Ієрархія особливостей
Перш за все, ці нейронні мережі здатні виявляти приховану структуру в неструктурованих даних, що становить переважну більшість даних у світі. Іншими словами неструктуровані данні – це необроблені носії інформації, тобто зображення, тексти, відео та аудіо записи. Тому одна з проблем, яка найкраще вирішує глибоке навчання, полягає в обробці та кластеризації світових, не маркованих засобів масової інформації, виявлення подібності та аномалій даних. 

Наприклад, глибоке навчання може взяти мільйон зображень і згрупувати їх відповідно до їх подібності: коти в одному кутку, криголам в іншому. Це основа так званих розумних фотоальбомів. 

Глибоке навчання може кластеризувати необроблений текст, наприклад, електронні листи чи статті новин. Електронні листи, наповнені гнівними скаргами, можуть скупчуватися в одному куті векторного простору, тоді як задоволені клієнти чи повідомлення про спам-сайти можуть кластеризуватися в інших. Це основа різних фільтрів обміну повідомленнями і може використовуватися в управлінні взаємовідносинами з клієнтами. Те саме стосується і голосових повідомлень.

З часом, дані можуть групуватися навколо нормальної поведінки та аномальної поведінки. Якщо дані часового ряду генеруються смарт-телефоном, це дасть зрозуміти стан здоров'я та звички користувачів; якщо він створюється автозапчастиною, він може бути використаний для запобігання катастрофічних поломок. 

Мережі глибокого навчання виконують автоматичне вилучення функцій без втручання людини, на відміну від більшості традиційних алгоритмів машинного навчання. Зважаючи на те, що вилучення особливостей є завданням, яке може зайняти команди науковців років, глибоке навчання – це спосіб обійти точку зору обмежених експертів. Він збільшує повноваження невеликих наукових колективів, які за своєю природою не мають масштабів. 

Під час навчання кожен рівень вузлів у глибокій мережі автоматично вивчає функції, повторно намагаючись реконструювати вхід, з якого він черпає свої зразки, намагаючись мінімізувати різницю між здогадами мережі та розподілом ймовірності самих вхідних даних [4].
У процесі цих нейронних мереж навчаються розпізнавати кореляції між певними відповідними ознаками та оптимальними результатами – вони нав'язують зв’язки між сигналами характеристик та тим, що представляють ці функції, будь то повна реконструкція або з міченими даними. 

Мережі глибокого навчання закінчуються на вихідному шарі, класифікаторі, який призначає ймовірність певному результату чи мітці. Можна назвати це прогнозованими даними. З огляду на необроблені дані у вигляді зображення, мережа з глибоким навчанням може вирішити, наприклад, що вхідні дані на 90 відсотків можуть представляти людину.
1.3. Методи розпізнавання образів
Для сприйняття образу необхідно виділити множину релевантних інформативних ознак та, вимірявши їх значення, сформувати вектор-реалізацію образу. При цьому на практиці, як правило, виникає необхідність використання додаткових процедур попередньої обробки, фільтрації та відновлення образів.

Важливу роль під час розв’язання задачі відіграє апріорна інформація про об’єкти розпізнавання, необхідна для формування алфавіту класів розпізнавання, словника ознак і навчальної матриці. Крім того, для побудови високодостовірних вирішальних правил на етапі формування вхідного математичного опису системи розпізнавання необхідно здійснювати так званий розвідувальний аналіз із метою забезпечення статистичної стійкості й однорідності реалізацій образу [5].
Методи розпізнавання поділяють на дві основні групи:

1) методи, які для форування вирішальних правил використовують класифіковану навчальну матрицю (методи навчання з учителем);

2) методи автоматичної класифікації, здатні обробляти некласифіковані дані (методи навчання без учителя).

Всередині кожної з цих основних груп виконується подальший поділ методів на підгрупи залежно від апріорної інформації, необхідної для їх застосування.

Розглянемо в рамках геометричного підходу узагальнену постановку задачі інформаційного синтезу системи розпізнавання образів, здатної навчатися [6].

Нехай дано алфавіт класів розпізнавання

{𝑋𝑚𝑜|𝑚 = 1. . M}, де M – потужність алфавіту.

На етапі навчання необхідно:

1) побудувати деяким оптимальним (тут і далі в інформаційному розумінні) способом розбиття R простору ознак Ω|N| на класи розпізнавання;
2) за геометричними параметрами побудованого оптимального розбиття R* простору ознак на класи розпізнавання побудувати безпомилкові за навчальною матрицею вирішальні правила.

На етапі екзамену, тобто безпосереднього розпізнавання, прийняти високодостовірне рішення про належність реалізації образу, що розпізнається, одному з класів заданого алфавіту.

Таким чином, у топологічному розумінні класом розпізнавання є область у просторі ознак розпізнавання, елементи якої еквівалентно співвідносяться.

Вирішальні правила необхідні для прийняття рішень про алежність образу, що розпізнається, одному з класів із заданого алфавіту. Вони можуть будуватися з використанням математичних формул, геометричних об’єктів, лінгвістичних структур тощо.

Розглянемо етапи побудови вирішальних правил у рамках геометричного підходу, що характеризується найбільшою універсальністю та наочністю:

1) вимірювання ознак розпізнавання;

2) нормалізація значень ознак розпізнавання, яка полягає у зведенні значень до вигляду, зручного для оброблення на обчислювальній машині, формування на кожному спостереженні об’єкта векторів-реалізацій образів;

3) формування навчальної матриці;

4) допустимі перетворення навчальної матриці в субпарацептуальному просторі;

5) розбиття деяким оптимальним способом простору ознак на класи розпізнавання;

6) за геометричними параметрами оптимального розбиття простору ознак на класи розпізнавання будуються вирішальні правила.

Таким чином, для побудови вирішальних правил (або класифікатора) необхідно оптимізувати параметри функціонування системи розпізнавання.

Параметрами функціонування називаються характеристики системи розпізнавання, які впливають на її функціональну ефективність.

У системах розпізнавання, що навчаються, параметри їх функціонування часто називаються параметрами навчання.

Розглянемо декілька прикладів формування вирішальних правил. Нехай 𝑋1
і 𝑋2 – два класи розпізнавання, розподіл реалізацій яких показано на рис. 1.7.
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Рис. 1.7. Розподіл реалізацій двох класів розпізнавання

Кожна реалізація є вектором ознак розпізнавання x = (x1, x2)𝑻, заданим у просторі ознак x1 − x2. На рисунку 1.7 реалізації, що належать до класу 𝑋1, позначено світлими кружочками, а які належать до класу 𝑋2 – темними.

Реалізації показаних на рис. 1.7 класів розпізнавання можна розділити прямою: 𝑑(x) = 𝑤0 + 𝑤1x1 + 𝑤2x2 = 0. 
При цьому значення коефіцієнтів 𝑤0, 𝑤1 та 𝑤2 визначено так, що для всіх реалізацій класу 𝑋1 виконується нерівність 𝑑(x) > 0, а для всіх реалізацій класу     𝑋2 – 𝑑(x) < 0. Крім того, для будь-якої реалізації x, для якої апріорно відомо, що вона належить одному з класів 𝑋1 або 𝑋2, можна обчислити значення 𝑑(x) і прийняти рішення x ∈ 𝑋1, якщо 𝑑(x) > 0, або x ∈ 𝑋2, якщо 𝑑(x) < 0. Сформовану в такий спосіб роздільну функцію 𝑑(x) називають лінійним вирішальним правилом класу 𝑋1.

Для 𝑁-вимірного випадку x = (x1, x2, … , x𝑁)𝑻 пряма перетворюється на гіперплощину:

𝑑(x) = 𝑤0 + 𝑤1x1 + 𝑤2x2 + ⋯ + 𝑤𝑁x𝑁 = 𝑤0 + 𝑤 Tx = 0,

де 𝑤 = (𝑤1, 𝑤2, … , 𝑤𝑁) – вектор коефіцієнтів, до значень яких ставляться вимоги.

Зазвичай вектор-реалізація x розширюється до x = (1, 𝑥1, 𝑥2, … , 𝑥𝑁)𝑻,

а вектор коефіцієнтів – до 𝑤 = (𝑤0, 𝑤1, 𝑤2,…, 𝑤𝑁).

Тоді лінійні вирішальні правила набирають вигляду:

𝑑(x) = 𝑤 Tx = 0.
1.4. Критерії якості розпізнавання образів

Якість класифікації об’єктів істотно залежить від вибору міри їх близькості (подібності).

Мірою близькості називається величина, що має граничне значення і здатна збільшуватися із зменшенням відстані між реалізаціями класів розпізнавання. Розглянемо основні способи визначення близькості між об’єктами для кількісних шкал вимірювань [7]. 

Найбільш поширеною мірою близькості в теорії розпізнавання образів є евклідова відстань: 
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де 𝑥𝑚 – реалізація класу х𝑚; х𝑙 – реалізація класу х𝑙; 𝑥𝑚𝑖 – i-та ознака розпізнавання класу 𝑋𝑚𝑜; х𝑙𝑖 – i-та ознака розпізнавання класу 𝑋𝑙𝑖; 𝑁 – кількість ознак розпізнавання; 𝑀 – кількість класів розпізнавання.

Відстань відповідає інтуїтивному уявленню про геометричну близькість двох точок у багатовимірному просторі ознак і особливо ефективно розділяє векториреалізації класів розпізнавання при обґрунтуванні гіпотези компактності їх розподілу. Ця міра широко використовується в методах кластер-аналізу, які ґрунтуються на детермінованих дистанційних критеріях близькості.

Для надання більшої ваги значно віддаленим одна від одної реалізаціям класів розпізнавання застосовують квадрат евклідової відстані
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Міра дозволяє збільшувати внесок віддалених реалізацій, оскільки вони підносяться до квадрата. Для зменшення впливу великих різниць застосовують лінійну (манхеттенську) міру близькості:
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Застосування міри виправдано в ситуаціях, пов’язаних із багатокритеріальним оцінюванням (наприклад, якості продукції), де для порівняння об’єктів використовують модулі відхилень.

У разі, коли необхідно зменшити або збільшити вагу реалізацій образів, що сильно відрізняються один від одного, застосовують узагальнену степеневу відстань:
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Де r – параметр, який відповідає за прогресивне зваження великих відстаней між об’єктами; p – параметр, що відповідає за поступове зваження різниць за окремими координатами.

Якщо у виразі обидва параметри дорівнюють двом, то ця відстань збігається з відстанню Евкліда. 

На практиці має місце гіпотеза нечіткої компактності реалізацій образів, оскільки апріорно класи перетинаються і мають нечіткі (розмиті) межі. Тому застосування в задачах класифікації вищенаведених детермінованих дистанційних критеріїв близькості не дозволяє в загальному випадку побудувати чітке розбиття простору ознак на класи розпізнавання.

1.5. Висновки до розділу

В даному розділі проаналізовані сучасні програмні комплекси для розпізнавання образів, такі як: CuneiForm, FineReader, Readiris. Описано підходи до розпізнавання образів. Дано визначення нейронної та глибокої нейронної мереж, розглянуто елементи нейронної мережі.

Відокремлено дві групи методів розпізнавання образів: методи, які для форування вирішальних правил використовують класифіковану навчальну матрицю та методи автоматичної класифікації, здатні обробляти некласифіковані дані (методи навчання без учителя), а також проаналізовано критерії якості розпізнавання образів.
У відповідності до сформульованої мети у роботі поставлено наступні завдання:

· Проаналізувати сучасні програмні комплекси для розпізнавання образів;

· Проаналізувати типи нейронних мереж, які можливо застосувати в програмному модулі розпізнавання зображення;
· Проаналізувати архітектури згорткових нейромереж та вибрати одну для застосування в програмному модулі розпізнавання зображення;

· Розробити програмний модуль для розпізнавання зображення на основі нейромережі;

· Протестувати роботу програмного модуля.

Розділ 2
ОГЛЯД НЕЙРОННИХ МЕРЕЖ ТА СПОСОБИ ЇХ НАВЧАННЯ
2.1. Типи нейронних мереж
Різні типи нейронних мереж використовують різні принципи у визначенні власних правил. Існує багато видів штучних нейронних мереж, кожна зі своїми унікальними силами.
Нейромережа прямого поширення – це один з найпростіших видів штучних нейронних мереж. У нейронній мережі, що прямого поширення, дані проходять через різні вхідні вузли, поки не досягнуть вихідного вузла. Іншими словами, дані рухаються лише в одному напрямку від першого ярусу до тих пір, поки вони не досягнуть вихідного вузла. Цей тип описують ще описують як хвиля, що розповсюджується, що зазвичай досягається за допомогою класифікаційної функції активації.

На відміну від більш складних типів нейронних мереж, немає зворотного розповсюдження і дані рухаються лише в одному напрямку. Нейронна мережа прямого поширення, може мати один шар або вона може мати приховані шари.

Ці нейронні мережі застосовуються в таких технологіях, як розпізнавання обличчя та комп'ютерний зір. Це пов'язано з тим, що цільові класи в цих додатках важко класифікувати. Проста нейронна мережа, що прямого поширення, обладнана для обробки даних, що містять багато шуму. Нейронні мережі прямого поширення, також досить прості в обслуговуванні [8].

Багатошаровий перцептрон має три або більше шарів. Він використовується для класифікації даних, які неможливо розділити лінійно. 

Це тип штучної нейронної мережі, яка повністю пов'язана. Це відбувається тому, що кожен окремий вузол у шарі з'єднаний з кожним вузлом у наступному шарі.
Багатошаровий перцептрон використовує нелінійну функцію активації (головним чином гіперболічну дотичну або логістичну функцію). 
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Рис. 2.1. Багатошаровий перцептор

Цей тип нейронної мережі широко застосовується в технологіях розпізнавання мовлення та технологіях машинного перекладу. Багатошарова перцептрона або нейромережа подачі вперед з двома або більше шарами мають більшу потужність обробки і можуть також обробляти нелінійні структури.

Згорткова нейронна мережа. Convolutional Neural Network (CNN) використовує варіацію багатошарових перцептронів. CNN містить один або декілька згорткових шарів. Ці шари можуть бути повністю пов'язані між собою або об'єднані.

Перш ніж передати результат наступному шару, згортковий шар використовує згорнуту операцію на вході. Завдяки цій згортковій роботі мережа може бути набагато глибшою, але зі значно меншими параметрами.

Завдяки цій здатності конволюційні нейронні мережі демонструють дуже ефективні результати в розпізнаванні зображень та відео, природній обробці мови та системах рекомендування [8].
Конволюційні нейронні мережі також показують чудові результати в семантичному розборі. Вони також застосовуються при обробці сигналів та класифікації зображень.

CNN також використовуються для аналізу зображень та розпізнавання в сільському господарстві, де погодні особливості отримуються із супутників типу LSAT для прогнозування росту та врожаю земельної ділянки. На рис 2.2 зображено як виглядає конволюційна нейронна мережа.
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Рис. 2.2. Конволюційна нейронна мережа

Рекурентна нейронна мережа має ряд різних мереж, які функціонують незалежно та виконують під задачі. Різні мережі насправді не взаємодіють між собою та не передають сигнал під час обчислення. Вони працюють незалежно щодо досягнення результату.

В результаті великий і складний обчислювальний процес можна зробити значно швидше, розбивши його на незалежні компоненти. Швидкість обчислення зростає, оскільки мережі не взаємодіють і навіть не з'єднуються між собою. На рис 2.3 зображено схему модульної нейронної мережі.
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Рис. 2.3. Рекурентна нейронна мережа
Модульна нейронна мережа має ряд різних мереж, які функціонують незалежно та виконують під задачі. Різні мережі насправді не взаємодіють між собою та не передають сигнал під час обчислення. Вони працюють незалежно для досягнення результату.
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Рис. 2.4. Модульна нейронна мережа
В результаті великий і складний обчислювальний процес можна зробити значно швидше, розбивши його на незалежні компоненти. Швидкість обчислення зростає, оскільки мережі не взаємодіють і навіть не з'єднуються між собою. На рис 2.4 зображено наочне зображення модульної нейронної мережі.
2.2. Навчання нейронних мереж
Як і будь-яка інша модель, нейронна мережа намагається зробити хороший прогноз. У нас є набір входів і набір цільових значень – і ми намагаємося отримати прогнози, які максимально відповідають цим цільовим значенням. На рисунку 2.5 зображена проста модель однієї частини мережі.
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Рис. 2.5. Логістична операція реалізована через одну умову
Це єдина логістична регресія (ми надаємо моделі лише одну змінну X), виражена через нейронну мережу. Щоб побачити, як вони з’єднуються, ми можемо переписати рівняння логістичної регресії за допомогою кольорових кодів нейронної мережі. На рис 2.6 зображено рівняння даної операції.
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Рис. 2.6. Рівняння логістичної регресії

Розглянемо кожен елемент:
· X – це наше введення, одинока особливість, яку ми надаємо нашій моделі, щоб обчислити прогноз;
· B1 – це орієнтовний параметр нахилу логістичної регресії;
· B0 – зміщення, дуже схоже на термін перехоплення від регресії. Ключова відмінність полягає в тому, що в нейронних мережах кожен нейрон має свій власний термін зміщення;
· Синій нейрон також включає функцію активації сигмоїдів (позначається вигнутою лінією всередині синього кола). Сигмоїдна функція – це те, що використовується для переходу від логічного коефіцієнта до ймовірності;
· І нарешті отримуємо передбачувану ймовірність, застосовуючи сигмоїдну функцію до величини (B1 * X + B0).
Отже з даного прикладу можна зробити висновок, що надпроста нейронна мережа складається з таких компонентів:
· Зв'язок (хоча на практиці, як правило, існує безліч з'єднань, кожен зі своєю вагою, переходячи в певний нейрон) з вагою, що перетворює ваш вхід (використовуючи B1) і надає його нейрону;
· Нейрон, що включає термін зміщення (B0) та функцію активації.
І ці два об'єкти є основними будівельними блоками нейронної мережі Більш складні нейронні мережі – це лише моделі з більш прихованими шарами, а це означає більше нейронів і більше зв’язків між нейронами. І ця більш складна павутина зв’язків – це те, що дозволяє нейронній мережі дати прогнозовану відповідь. На рис. 2.7 зображено схематичне зображення нейромережі.
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Рис. 2.7. Схематичне зображення складної нейронної мережі

Перший прихований шар складається з двох нейронів. Отже, щоб підключити всі п’ять входів до нейронів у прихованому шарі 1, нам потрібно десять з'єднань. Рис 2.7 показує якраз з'єднання між входом 1 та прихованим шаром 1.
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Рис. 2.8. Зв'язок між входом 1 та прихованим шаром
Позначення ваг, які живуть у з'єднаннях – W1,1 позначає вагу, яка живе у зв'язку між входом 1 та нейроном 1, а W1,2 позначає вагу у зв'язку між входом 1 та нейроном 2. Загальні позначення W a, b позначає вагу зв'язку між входом a (або нейроном a) і нейроном b.

Тепер обчислимо виходи кожного нейрона в прихованому шарі 1 (відомий як активація). Робимо це за допомогою наступних формул (W позначає вагу, В позначає введення).

Z1 = W1 * In1 + W2 * In2 + W3 * In3 + W4 * In4 + W5 * In5 + Bias_Neuron1

Використовувати матричну математику для узагальнення цього обчислення, на рис 2.9 розпишемо формулу.
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Рис. 2.9. Зображення залежності між вузлами у матричному вигляді
Для будь-якого шару нейронної мережі, де попередній шар є m елементами глибиною, а поточний шар глибиною n елементами, це узагальнює:

[W] * [X] + [Bias] = [Z]

Якщо [W] – матриця ваг n на m (з'єднання між попереднім шаром і поточним шаром), [X] – матриця m на 1 або вихідних входів, або активацій попереднього шару, [Bias] – це n на 1 матриця зміщення нейронів, і [Z] – n на 1 матриця проміжних виходів. Як тільки у нас є [Z], ми можемо застосувати функцію активації (в нашому випадку сигмоїду) до кожного елемента [Z], що дає нам свої виходи нейронів (активації) для поточного шару. На рис 2.8 відображено кожен із цих елементів.

Багаторазово обчислюючи [Z] та застосовуючи до нього функцію активації для кожного наступного шару, ми можемо переходити від початку до виходу. Цей процес відомий як поширення вперед. Тепер, коли ми знаємо, як обчислюються результати, прийшов час почати оцінювати якість результатів і тренувати нашу нейронну мережу. 
У традиційній лінійній чи логістичній регресії ми шукаємо коефіцієнти (B0, B1, B2 тощо), які мінімізують функцію витрат. Для нейронної мережі ми робимо те саме, але в набагато більших і складніших масштабах.
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Рис. 2.10. Візуалізація [W], [X] та [Z]
У традиційній регресії ми можемо змінювати будь-яке конкретне значення параметру, не впливаючи на інші коефіцієнти бета-версії. Отже, застосовуючи невеликі поодинокі зміни до кожного бета-коефіцієнта та вимірюючи його вплив на функцію витрат, порівняно просто зрозуміти, в якому напрямку нам потрібно рухатись, щоб зменшити та зрештою мінімізувати вартість витрат. 

У нейромережі зміна ваги будь-якого з'єднання (або зміщення нейрона) надає зворотний ефект на всі інші нейрони та їх активацію в наступних шарах. Це тому, що кожен нейрон в нейромережі – це як своя маленька модель.

Отже, кожен прихований шар нейронної мережі – це в основному стек моделей (кожен окремий нейрон в шарі діє як власна модель), вихід якого подається в ще більше моделей далі за течією (кожен наступний прихований шар нейронної мережі містить ще більше нейронів) [4].
Для навчання нашої нейронної мережі ми будемо використовувати середню квадратичну помилку (СКП) як функцію витрат:

СКП = SUM [(прогнозована – фактична)²] * (1 / кількість_спостережень)

СКП є середнім значенням помилки, але з поворотом – зіставляючи помилки наших прогнозів перед усередненням, ми відхиляємо прогнози які набагато гірші, ніж ті, які злегка відхиляються. Функції витрат лінійної регресії та логістичної регресії функціонують дуже схожим чином.

Для використання градієнтного спуску потрібно знати градієнт нашої функції витрат, вектор, який вказує у напрямку найбільшої крутості (для досягнення результату потрібно постійно брати градієнт з від’ємним знаком для пошуку мінімуму).

Градієнт функції − вектор, елементи якого є його частковими похідними щодо кожного параметра. Наприклад, якби ми намагалися мінімізувати функцію витрат, C (B0, B1), з лише двома змінними параметрами, B0 і B1, градієнт буде таким:

Градієнт C (B0, B1) = [[dC / dB0], [dC / dB1]]

Таким чином, кожен елемент градієнта повідомляє нам, як змінилась би функція вартості, якби ми застосували невелику зміну до цього конкретного параметра – тож ми знаємо, що налаштувати і на скільки. На рис 2.11 зображено ілюстрацію пошуку мінімуму. Підводячи підсумок, ми можемо досягти мінімуму, виконавши наступні кроки:

· Обчислити градієнт нашого поточного розташування;

· Змінити кожен параметр на величину, пропорційну його елементу градієнта, і в протилежному напрямку його елементу градієнта. Наприклад, якщо часткова похідна нашої вартісної функції стосовно B0 є позитивною, але крихітною, а часткова похідна відносно B1 – негативною та великою, то ми хочемо зменшити B0 на невелику суму і збільшити B1 на велику суму то знижуємо нашу функцію витрат;

· Перераховуючи градієнт, використовуючи нові налаштовані значення параметра і повторіть попередні кроки, поки ми не досягнемо мінімальних значень.
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Рис. 2.11. Ілюстрація спуску градієнта
Поширення вперед – це процес просування вперед через нейронну мережу (від входів до кінцевого результату чи прогнозування). Зворотне  розповсюдження – це зворотне просування через нейронну мережу.

На рис 2.12 наводиться ментальна картина простої нейронної мережі, яка поширюється вперед від входу до виходу. Процес можна узагальнити наступними кроками:

· Введення подаються в синій шар нейронів і модифікуються вагами, зміщенням і сигмоїдами в кожному нейроні, щоб отримати активації. Наприклад: активація_1 = сигмоід (зміщення_1 + W1 * введення_1);

· Активація 1 та активація 2, які виходять із синього шару, подаються у пурпуровий нейрон, який використовує їх для отримання кінцевої вихідної активації.

І мета подальшого поширення – обчислити активацію кожного нейрона для кожного наступного прихованого шару, поки ми не прийдемо до виходу.
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Рис. 2.12. Поширення нейромережі
На рис 2.13 зображена активація виводу, яку використовують для прогнозування, і як остаточне джерело помилок у моделі. Потім переміщуючи цю помилку назад через модель за допомогою тих же ваг і з'єднань, які використовувались для передачі сигналу вперед (тому замість активації 1 тепер у нас є помилка1 – помилка, віднесена до верхнього синього нейрона).

Метою поширення вперед є обчислення активації нейрона пошарово, поки не дістанемося до виходу.

Отже обчислення похибки, що приписується кожному нейрону, починаючи від шару, найближчого до виходу, аж до початку шару нашої моделі, називається зворотним розповсюдженням.
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Рис. 2.13. Зворотне поширення в нейромережі
Два будівельні блоки нейронної мережі – це зв’язки, які передають сигнали певному нейрону (з вагою, що живе в кожному з’єднанні) і самому нейрону (з ухилом). Ці ваги та ухили по всій мережі – це також ваги, які ми налаштовуємо, щоб змінити прогнози, зроблені моделлю.

Величина похибки конкретного нейрона (відносно помилок всіх інших нейронів) прямо пропорційна впливу виходу цього нейрона (він же активація) на нашу функцію витрат.

Таким чином, похибка кожного нейрона є проксі для часткової похідної функції вартості щодо входів цього нейрона. Це має інтуїтивний сенс – якщо певний нейрон має набагато більшу помилку, ніж усі інші, то налаштування ваг і упередженості нашого нейрона, матиме більший вплив на загальну помилку нашої моделі, ніж спонукання з будь-яким з інших нейронів.

А часткові похідні щодо кожної ваги та зміщення є окремими елементами, які складають градієнтний вектор нашої функції витрат. Таким чином, зворотне розповсюдження дозволяє нам обчислити похибки, що приписуються кожному нейрону, а це, в свою чергу, дозволяє обчислити часткові похідні та в кінцевому підсумку градієнт, щоб ми могли використовувати градієнтне зниження.

2.3. Висновки до розділу

Різні типи нейронних мереж використовують різні принципи у визначенні власних правил. Існує багато видів штучних нейронних мереж, кожна зі своїми унікальними підходами та схемами У даному розділі розглянуто такі типи нейронних мереж, як:

· Нейронна мережа прямого поширення;

· Багатошаровий процентрон;

· Згорткова нейронна мережа;

· Рекурентна нейронна мережа;

· Модульна нейронна мережа.

Те, як вихід кожного шару стає вхідним для наступного шару, залежить від ваги, присвоєної цій конкретній ланці, що залежить від функції витрат та оптимізатора. Кожен повний прохід і аналіз називається епохою нейромережі. Після кожної епохи вартість аналізується, щоб побачити, де модель можна вдосконалити. Потім функція оптимізації змінює внутрішню механіку мережі, таку як ваги та ухили, спираючись на інформацію, надану функцією витрат, до тих пір, поки функція витрат не буде мінімізована. Універсальність безлічі взаємопов’язаних моделей підходу та здатність процесу зворотного розповсюдження ефективно та оптимально встановлювати ваги та поведінку кожної моделі дозволяє нейронній мережі надійно вчитися з даних способами, які не можуть використовувати багато інших алгоритмів.

На основі розглянутих моделей нейромереж, було обрано згорткову нейромережу, оскільки вони завдяки своїй будові добре витягують ознаки з зображення, мають набагато меншу кількість налаштованих ваг, так як одне ядро ​​ваг вікорістовується цілком для всього зображення, замість того, щоб робити для кожного пікселя вхідного зображення свої персональні вагові коефіцієнти. Це підштовхує нейромережу при навчанні до узагальнення демонстрованої інформації, а не до попіксельного запам'ятовування кожної показаної картинки в міріадах вагових коефіцієнтів, як це робить перцептрон. Також CNN має найбільшу продуктивність для розпізнавання зображень, що також є позитивним для обчислення данних в умовах реального часу, володіють зручним розпаралеленням обчислень, стійкі до повороту і зсуву зображення.
Розділ 3
АНАЛІЗ РІШЕНЬ ДЛЯ РОЗРОБКИ СИСТЕМИ РОЗПІЗНАВАННЯ ЗОБРАЖЕНь
3.1. Вибір архітектури CNN для розпізнавання зображення
Існують такі популярні архітектури CNN для розпізвання об’єктів:

· R-CNN. Можна сказати перша модель для вирішення даного завдання. Працює як звичайний класифікатор зображень. На вхід мережі подаються різні регіони зображення і для них робиться передбачення. Дуже повільна так як проганяє одне зображення кілька тисяч разів;
· Fast R-CNN. Покращена і швидша версія R-CNN, працює за схожим принципом, але спочатку все зображення подається на вхід CNN, потім з отриманого внутрішнього представлення генеруються регіони. Але як і раніше досить повільна для задач реального часу;
· Faster R-CNN. Головна відмінність від попередніх у тому, що замість selective search алгоритму для вибору регіонів використовує нейронну мережу для їх заучування;
· Mask R-CNN. Розширення Faster R-CNN;
· YOLO. Зовсім інший принцип роботи в порівнянні з попередніми, не використовує регіони взагалі, найбільш швидка;
· SSD. За принципом схожа на YOLO, але в якості мережі для вилучення ознак використовує VGG16. Теж доволі швидка і придатна для роботи в реальному часі;
· Feature Pyramid Networks (FPN). Ще один різновид мережі типу Single Shot Detector, через особливості вилучення ознак краще ніж SSD розпізнає дрібні об'єкти;
· RetinaNet. Використовує комбінацію FPN + ResNet і завдяки спеціальній функції помилки (focal loss) дає більш високу точність.
Детектор R-CNN спочатку генерує пропозиції регіонів, використовуючи такий алгоритм, як Edge Boxes. Регіони пропозицій вирізані із зображення та змінено розмір. Потім CNN класифікує обрізані та змінені регіони. Нарешті, рамки, що обмежують пропозицію регіону, уточнюються машиною підтримки векторів (SVM), яка навчається за допомогою функцій CNN [9].
Треба відзначити, що отримані за допомогою Selective Search регіони тільки можуть містити якісь об'єкти, і не факт, що містять їх цілком. Чи вважати регіон містить об'єкт чи ні, визначалося по метриці Intersection over Union (IoU). Ця метрика являє собою відношення площі перетину прямокутного регіону-кандидата з прямокутником, насправді охоплює об'єкт, до площі об'єднання цих прямокутників. Якщо відношення перевершує задану граничну величину, регіон-кандидат вважається містить потрібний об'єкт.

IoU так само використовувався для відсіювання надмірної кількості регіонів, що містять певний об'єкт (non-maximum suppression). Якщо IoU деякого регіону до регіону, який отримав для того ж об'єкта максимальний результат, був вище деякого порога, перший регіон просто відкидався.

В ході процедури error analysis автори так само розробили метод, що дозволяє зменшити помилку виділення охоплює рамки об'єкта – bounding-box regression. Після класифікації вмісту регіону-кандидата, за допомогою лінійної регресії на основі ознак з CNN визначалися чотири параметри – (dx, dy, dw, dh). Вони описували, наскільки треба зрушити центр рамки регіону по х і у, а також на скільки змінити її ширину і висоту, щоб точніше охоплювати розпізнаний об'єкт.

Таким чином, процедуру детектування об'єктів мережею R-CNN можна розділити на наступні кроки:

· Виділення регіонів-кандидатів за допомогою Selective Search;

· Перетворення регіону в розмір, який приймає CNN CaffeNet;

· Отримання за допомогою CNN 4096-розмірного вектора ознак;

· Проведення N бінарних класифікацій кожного вектора ознак за допомогою N лінійних SVM;

· Лінійна регресія параметрів рамки регіону для більш точного охоплення об'єкта.
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Рис. 3.1. Принцип роботи R-CNN архітектури
Як і в детекторі R-CNN, Fast R-CNN також використовує алгоритм Edge Boxes для створення пропозицій регіону. На відміну від детектора R-CNN, який збирає та змінює розміри пропозицій регіону, Швидкий детектор R-CNN обробляє все зображення. Тоді як детектор R-CNN повинен класифікувати кожну область, функції швидкого R-CNN об'єднує функції CNN, що відповідають кожній пропозиції регіону. Швидкий R-CNN є більш ефективним, ніж R-CNN, оскільки в детекторі швидкого R-CNN обчислення для областей, що перекриваються, поділяються спільно [9].

Незважаючи на високі результати, продуктивність R-CNN була все ж невисока, особливо для більш глибоких, ніж CaffeNet мереж (таких як VGG16). Крім того, навчання bounding box regressor і SVM вимагало збереження на диск великої кількості ознак, тому воно було дорогим з точки зору розміру сховища.

Автори Fast R-CNN запропонували прискорити процес за рахунок пари модифікацій:

· Пропускати через CNN не кожен з регіонів-кандидатів окремо, а все зображення цілком. Запропоновані регіони потім накладаються на отриману загальну карту ознак;

· Замість незалежного навчання трьох моделей (CNN, SVM, bbox regressor) поєднати всі процедури тренування в одну.

Перетворення ознак, які потрапили в різні регіони, до фіксованим розміром проводилося за допомогою процедури RoIPooling. Вікно регіону шириною w і висотою h поділялося на сітку, що має H × W осередків розміром h / H × w / W. По кожній такій клітинці проводився Max Pooling для вибору тільки одного значення, даючи таким чином результуючу матрицю ознак H×W.
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Рис. 3.2. Принцип роботи Fast R-CNN архітектури
Faster R-CNN додає мережу пропозицій регіону (RPN) для генерування пропозицій регіону безпосередньо в мережевій мережі з використанням зовнішнього алгоритму, наприклад Edge Boxes. RPN використовує опорні коробки для виявлення об'єктів. Створення пропозицій регіону в мережі швидше і краще налаштовується на користувацькі дані [9].
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Рис. 3.3. Принцип роботи Faster R-CNN архітектури

Mask R-CNN розвиває архітектуру Faster R-CNN шляхом додавання ще однієї гілки, яка передбачає положення маски, що покриває знайдений об'єкт, і, таким чином вирішує вже завдання instance segmentation. Маска являє собою просто прямокутну матрицю, в якій 1 на деякій позиції означає приналежність відповідного пікселя об'єкту заданого класу, 0 – що піксель об'єкту не належить.

[image: image29.png]



Рис. 3.4. Принцип роботи Faster R-CNN архітектури

Автори документа умовно поділяють розроблену архітектуру на CNN-мережу обчислення ознак зображення, звану ними backbone, і head – об'єднання частин, що відповідають за пророкування охоплює рамки, класифікацію об'єкта і визначення його маски. Loss функція для них загальна і включає три компоненти:
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Виділення маски відбувається в class-agnostic стилі: маски передбачаються окремо для кожного класу, без попереднього знання, що зображено в регіоні, і потім просто вибирається маска класу, який переміг в незалежному класифікаторі. Стверджується, що такий підхід більш ефективний, ніж спирається на апріорне знання класу.

Одна з основних модифікацій, що виникли через необхідність передбачати маску – зміна процедури RoIPool (обчислює матрицю ознак для регіону-кандидата) на так звану RoIAlign. Справа в тому, що карта ознак, отримана з CNN, має менший розмір, ніж вихідне зображення, і регіон, який охоплює на зображенні целочисленное кількість пікселів, не виходить відобразити в пропорційний регіон карти з цілочисельним кількістю ознак.
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Рис. 3.5. Порівняння карти ознак та вихідного зображення

У RoIPool проблема вирішувалася просто округленням дрібних значень до цілих. Такий підхід нормально працює при виділенні охоплює рамки, але обчислена на основі таких даних маска виходить занадто неточною.

На противагу цьому, в RoIAlign не використовується округлення, все числа залишаються дійсними, а для обчислення значень ознак використовується билинейная інтерполяція по чотирьох найближчим цілочисельним точкам.

Найбільша перевага моделі YOLO, власне, відображена в назві – You Only Look Once. Ця модель накладає на зображення сітку, розділяючи його на осередки. Кожна осередок намагається передбачити координати зони виявлення з оцінкою впевненості для цих полів і ймовірністю класів. Потім оцінка впевненості для кожної зони виявлення множиться на ймовірність класу, щоб отримати остаточну оцінку [10].

YOLO ділить вхідне зображення на сітку S×S. Кожна комірка сітки передбачає лише один об’єкт. Наприклад, жовта клітинна сітка внизу намагається передбачити об'єкт «собака», центр якого потрапляє всередину комірки сітки.
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Рис. 3.6. Приклад комірної сітки YOLO архітектури
Однак правило з одним об'єктом обмежує, наскільки близькими можуть бути виявлені об'єкти. Для цього YOLO має деякі обмеження щодо наближеності об'єктів.

Для кожної комірки сітки YOLO:

· передбачає B граничних полів, і кожне поле має по одній шкалі достовірності;

· виявляє лише один об'єкт незалежно від кількості вікон B;

· прогнозує ймовірності C умовного класу (одна на клас для вірогідності класу об'єктів).
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Рис. 3.7. Принцип роботи YOLO архітектури
Кожне граничне поле містить 5 елементів: (x, y, w, h) та показник достовірності поля. Коефіцієнт достовірності відображає, наскільки вірогідна скринька містить об'єкт (об'єктивність) і наскільки точна межа. Ми нормалізуємо ширину обмежувальної коробки w і висоту h за шириною зображення і висотою. Х і y – зміщення відповідної комірки. Отже, x, y, w і h – від 0 до 1. Кожна комірка має 20 ймовірностей умовного класу. Умовна ймовірність класу – це ймовірність того, що виявлений об'єкт належить до певного класу (одна ймовірність на категорію для кожної комірки). Отже, передбачення YOLO має форму (S, S, B × 5 + C) = (7, 7, 2 × 5 + 20) = (7, 7, 30).
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Рис. 3.8. Схема проектування мережі YOLO
Основна концепція YOLO – побудувати мережу CNN для прогнозування (7, 7, 30) тензора. Він використовує мережу CNN для зменшення просторових розмірів до 7×7 з 1024 вихідними каналами в кожному місці. YOLO виконує лінійну регресію, використовуючи два повністю з’єднані шари, щоб зробити прогнози граничного поля 7×7×2 (середня картинка внизу). Для остаточного прогнозування ми зберігаємо ті, хто має високі показники достовірності поля (більше 0,25) як наші остаточні прогнози (правильна картина).

YOLO має 24 згорткових шару, а потім 2 повністю з'єднані шари (FC). Деякі шари згортки альтернативно використовують шари відновлення 1×1 для зменшення глибини карт карт. Для останнього згорткового шару він виводить тензор з формою (7, 7, 1024). Потім тензор сплющується. Використовуючи 2 повністю пов'язаних шари як форму лінійної регресії, він виводить параметри 7×7×30, а потім перетворює на (7, 7, 30), тобто 2 прогнози граничного поля на місце.

Більш швидка, але менш точна версія YOLO під назвою Fast (Tiny) YOLO використовує лише 9 згорткових шарів з більш дрібними картами функцій.

YOLO прогнозує кілька обмежувальних коробок на комірку сітки. Щоб обчислити втрати за справжній позитивний, ми хочемо лише, щоб одна з них відповідала за об'єкт. Для цього ми вибираємо той, що має найвищий ІО (перетин над союзом) із основним істиною. Ця стратегія призводить до спеціалізації серед обмежувальних рамкових прогнозів. Кожен прогноз стає кращим при прогнозуванні певних розмірів і співвідношення сторін.

YOLO використовує помилку в прямому квадраті між прогнозами та основної істиною для обчислення втрат. Функція втрат складається з:

· класифікаційні втрати;

· втрата локалізації (помилки між передбачуваним полем границі та основним істиною);

· втрата впевненості (об'єктивність коробки).

Використовуючи SSD, нам потрібно зробити лише один знімок для виявлення декількох об'єктів у зображенні, тоді як регіональна мережа пропозицій (RPN), заснована на підходах, таких як серія R-CNN, потребує двох знімків, одному для створення пропозицій регіону, одному для виявлення Об'єкт кожної пропозиції. Таким чином, SSD набагато швидше порівняно з двосхилим RPN підходами.

SSD (single shot detector) використовує VGG16 для витягування карт функцій. Потім він виявляє об'єкти за допомогою шару Conv4_3. Для ілюстрації ми намалюємо Conv4_3 розміром 8 × 8 просторово (він повинен бути 38×38). Для кожної комірки (її також називають місцеположенням) вона робить 4 передбачення об'єкта.

Кожен прогноз складається з граничного поля та 21 балів для кожного класу (один додатковий клас для жодного об’єкта), і ми вибираємо найвищий бал як клас для обмеженого об'єкта. Conv4_3 складає в цілому 38×38×4 прогнозування: чотири прогнози на клітинку незалежно від глибини карт зображень. Як і очікувалося, багато прогнозів не містять жодного об'єкта. SSD резервує клас 0, щоб вказати, що у нього немає об'єктів [11].

[image: image35.jpg]SSD

300

Image

~—
N
\

|
|
|
|
|
!
!
|
I
I
|
|
I

\

VGG-16
through Convs 3 layer

Classifier : Conv: 3x3x(4x(Classes+4))
>

Detections





Рис. 3.9. Принцип роботи SSD архітектури
В експериментах по Mask R-CNN, поряд зі звичайною CNN ResNet-50/101 в якості backbone, також проводилися дослідження доцільності використання Feature Pyramid Network (FPN). Вони показали, що застосування FPN в backbone дає Mask R-CNN приріст як в точності, так і в продуктивності. Це робить корисним опис так само і цього поліпшення, незважаючи на те, що йому присвячений окремий документ і з серією розглянутих статей він пов'язаний мало. Призначення Feature Pyramids, як і image pyramids, – поліпшення якості детектування об'єктів з урахуванням великого діапазону їх можливих          розмірів [12].
У Feature Pyramid Network карти ознак, витягнуті послідовними шарами CNN з зменшується розмірністю, розглядаються як якась ієрархічна «піраміда», звана bottom-up pathway. При цьому карти ознак та нижніх, і верхніх рівнів піраміди мають свої переваги й недоліки: перші мають високу роздільну здатність, але низьку семантичну, узагальнюючу, здатність, другі – навпаки:
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Рис. 3.10. Принцип роботи FPN архітектури
Архітектура FPN дозволяє об'єднати гідності верхніх і нижніх шарів за допомогою додавання top-down pathway та lateral connections. Для цього карта кожного вищого шару збільшується до розміру нижчого і їх вміст поелементно складається. У підсумкових прогнозах використовуються підсумкові карти усіх рівнів [12].
RetinaNet складається з основної мережі та двох підмереж, що використовує карти функцій основної мережі. Одна підмережа класифікації ідентифікує клас зображення, а одна підмережа регресії визначає обмежувальне поле. Зображення вводу відрізняються роздільною здатністю та розміром, тому RetinaNet використовує карти функцій у різних роздільних здатностях. Це робить тренінг швидшим і менш незграбним, ніж годувати мережею одне і те ж зображення при різних розширеннях.
Замість того, щоб використовувати останню карту функцій основи, використовуємо картки функцій, згенерованих на різних рівнях основної мережі. Цей тип мережі також називають функціональними пірамідними мережами (FPN).
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Рис. 3.11. Принцип роботи RetinaNet архітектури
3.2. Порівняння продуктивності архітектур CNN
Cередня точність або «оцінка mAP» – це загальноприйнятий спосіб оцінювання змагань з виявлення об'єктів, таких як PASCAL VOC, ImageNet та COCO.
При виявленні об'єктів оцінка нетривіальна, оскільки для вимірювання є дві різні задачі:

· Визначення того, чи існує об'єкт у зображенні (класифікація);

· Визначення місця розташування об'єкта (локалізація, завдання регресії).

Крім того, у типовому наборі даних буде багато класів, і їх розподіл є неоднаковим (наприклад, собак може бути набагато більше, ніж морозиво). Тож проста метрика, заснована на точності, введе зміщення. Важливо також оцінити ризик помилкових класифікацій. Таким чином, виникає необхідність пов'язувати «показник довіри» або модель бала з кожним виявленим обмежувальним вікном та оцінювати модель на різному рівні довіри [13].

Для обчислення AP для конкретного класу (скажімо, «людина») крива точності відкликання обчислюється з результату виявлення моделі, змінюючи поріг балів моделі, що визначає, що зараховується як позитивне виявлення класу, передбачене моделью.

Останнім кроком для розрахунку балів AP є прийняття середнього значення точності для всіх значень виклику. Це стає єдиним значенням, що підсумовує форму кривої точності виклику. Для цього однозначно оцінка AP визначається як середня точність при наборі 11 однаково розташованих значень виклику,     Recall_i = [0, 0,1, 0,2, …, 1,0].
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Точність при відкликанні i вважається максимальною точністю, виміряною при відкликанні, що перевищує Recall_i [13].

Досі проводився опис лише завдання класифікації. Для компонента локалізації, повинні враховувати величину накладання між частиною зображення, сегментованою як істинну за моделлю, та тією частиною зображення, де об'єкт фактично розташований.

Для задоволення цих потреб було введено Середню точність (AP). Щоб зрозуміти AP, необхідно зрозуміти точність і згадати класифікатор. Якщо коротко, у цьому контексті точність вимірює «помилкову позитивну швидкість» або відношення виявлення справжнього об'єкта до загальної кількості об'єктів, яку передбачив класифікатор. Якщо у вас показник точності близький до 1,0, велика ймовірність того, що те, що класифікатор прогнозує як позитивне виявлення, насправді є правильним прогнозом. Нагадаємо, вимірює «помилкову негативну швидкість» або відношення виявлення справжнього об'єкта до загальної кількості об'єктів у наборі даних. Якщо у вас показник відкликання близький до 1,0, модель майже всі об'єкти, що знаходяться у вашому наборі даних, будуть позитивно виявлені. Нарешті, дуже важливо зазначити, що між точністю та згадуванням існує зворотна залежність і що ці показники залежать від встановленого вами порогу оцінки (а також, звичайно, від якості моделі). Наприклад, у цьому зображенні з API виявлення об’єктів TensorFlow, якщо ми встановимо поріг оцінки моделі на рівні 50% для об’єкта «змій», отримаємо 7 позитивних детектувань класу, але якщо встановити поріг оцінки нашої моделі в 90%, там 4 виявлення позитивного класу.

Для того, щоб оцінити модель за завданням локалізації об’єкта, спершу слід визначити, наскільки добре модель спрогнозувала розташування об’єкта. Зазвичай це робиться шляхом малювання обмежувального поля навколо об'єкта, що цікавить, але в деяких випадках це N-однобічний багатокутник або навіть піксель за піксельною сегментацією. Для всіх цих випадків завдання локалізації, як правило, оцінюється на порозі Intersection over Union threshold (IoU). Для остаточності в решті статті я вважаю, що модель передбачає обмежувальні поля, але майже все сказане також стосуватиметься піксельної сегментації або N-однобічних багатокутників. Існує багато хороших пояснень IoU, але основна ідея полягає в тому, що вона підсумовує, наскільки добре об'єкт первинної істини перекриває межу об'єкта, передбачену моделлю.

Визначення модельних об'єктів визначаються як істинні або помилкові залежно від порогу IoU. Цей поріг ІО для кожної конкуренції різниться, але, наприклад, у виклику COCO розглядається 10 різних порогових значень IoU, від 0,5 до 0,95 з кроком 0,05 [13].
На малюнку нижче зображено порівняння продуктивності архітектур Faster R-CNN, YOLO, SSD, RetinaNet на основі набору данних COCO.
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Рис. 3.12. Порівняння продуктивності архітектур CNN
Проаналізувавши результати можно сказати, що серед двухэтапних методів найвищу оцінку точності розпізнавання зображення отримала архітектура Faster R-CNN Top-Down Modulation. Серед одноэтапних методів найкраще продемонструвала себе архітектура RetinaNet.
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Рис. 3.13. Графік відношення точності розпізнавання та часу висновку архітектур CNN

На іншому графіку зображено відношення точності розпізнавання зображення та часу в продовж якого архітектура зробить висновок про елементи на зображенні. Беручи до увагу це співвідношення, а також те, що архітектура YOLOv3 обробляє зображення в 3.8 раза швидше, ніж RetinaNet для програми розпізнавання зображення було вибрано саме архітектуру YOLOv3 [14].
3.3. Висновки до розділу
В третьому розділі було описано особливості популярних архітектур CNN: R-CNN, Fast R-CNN, Faster R-CNN, Mask R-CNN, YOLO, SSD, Feature Pyramid Networks (FPN), RetinaNet. Розглянуто складові елементи та принципи роботи данних архітектур.

Проаналізовано порівняння продуктивності та відношення точності розпізнавання та часу висновку архітектур CNN.

Обрано архітектуру YOLOv3, оскільки вона володіє гарним співвідношенням точності до часу висновку, обробляє зображення швидше, ніж інші архітектури CNN, добре показує себе в обробці зображень в реальному часі, прогнози (розташування об'єктів та класи) виробляються з однієї єдиної мережі. Методи пропозиції регіонів обмежують класифікатор певним регіоном. YOLO звертається до всього зображення в передбаченні меж. З додатковим контекстом YOLO демонструє менше помилкових позитивних ефектів у фонових областях, а також застосовує просторове різноманіття при прогнозуванні.
Розділ 4
РОЗРОБКА ПРОГРАМНОГО МОДУЛЯ РОЗПІЗНАВАННЯ ЗОБРАЖЕНь
4.1. Вимоги до програмного та апаратного забезпечення
· Microsoft Windows 10/8/7 (64-bit), Mac OS X, Linux;

· 1 ГБ ОЗУ мінімально;

· 2 ГБ ОЗУ рекомендовано;

· 1024х768 мінімальна розподільна здатність екрану;

· Python 3.8;

· OpenCV Python library;

· PyCharm Community Edition.
4.2. Вибір середовища розробки

Інтегроване Середовище Розробки (ІСР) – від Integrated Development Environment (також можливі інтерпретації Integrated Design Environment –інтегроване середовище проектування чи Integrated Debugging Environment – інтегроване середовище зневадження) – це комп'ютерна програма, що допомагає програмістові розробляти нове програмне забезпечення чи модифікувати (удосконалювати) вже існуюче [15].

Інтегровані середовища розробки зазвичай складаються з редактора сирцевого коду, компілятора чи інтерпретатора, засобів автоматизації збірки, та зазвичай  профілювання, а також різноманітні засоби та утиліти для спрощення розробки графічного інтерфейсу користувача. Багато сучасних ІСР також включають оглядач класів, інспектор об'єктів та діаграм ієрархії класів для використання об'єктно-орієнтованого підходу у розробці програмного забезпечення. Сучасні ІСР часто підтримують розробку на декількох мовах програмування.

PyCharm — це сама інтелектуальна Python IDE з повним набором засобів для ефективної розробки на мові Python. Випускається в двох варіантах безкоштовна версія PyCharm Community Edition і підтримує більший набір можливостей PyCharm Professional Edition. PyCharm виконує інспекцію коду на льоту, автодоповнення, в тому числі ґрунтуючись на інформації, отриманої під час виконання коду, навігацію по коду, забезпечує безліч рефакторингов [16].
Ключові можливості:

· Потужний і функціональний редактор коду з підсвічуванням синтаксису, авто-форматуванням і авто-відступами для підтримуваних мов;

· Проста і потужна навігація в коді;

· Допомога при написанні коду, що включає в себе автодоповнення, авто-імпорт, шаблони коду, перевірка на сумісність версії інтерпретатора мови, і багато іншого;

· Швидкий перегляд документації для будь-якого елемента прямо у вікні редактора, перегляд внешеней документації через браузер, підтримка docstring – генерація, підсвічування, автодоповнення і багато іншого [17];

· Велика кількість інспекцій коду;

· Потужний рефакторинг коду, який надає широкі можливості щодо виконання швидких глобальних змін у проекті;

· Повна підтримка свіжих версій Django фреймворка;

· Підтримка Google App Engine;

· Підтримка IronPython, Jython, Cython, PyPy wxPython, PyQt, PyGTK і ін.;

· Підтримка Flask фреймворка і мов Mako і Jinja2;

· Редактор Javascript, Coffescript, HTML / CSS, SASS, LESS, HAML;

· Інтеграція з системами контролю версій (VCS);

· UML діаграми класів, діаграми моделей Django і Google App Engine;
· Інтегроване Unit тестування;
· Інтерактивні консолі для Python, Django, SSH, відладчика і баз даних;
· Повнофункціональний графічний відладчик (Debugger);
· Підтримка схем найбільш популярних IDE, таких як Netbeans, Eclipse, Emacs, емуляція VIM редактора;
· Мови: Python (Versions: 2.x, 3.x), Jython, Cython, IronPython, PyPy, Javascript, CoffeScript, HTML / CSS, Django / Jinja2 templates, Gql, LESS / SASS / SCSS / HAML, Mako, Puppet, RegExp, Rest, SQL, XML, YAML;
· PyCharm має кілька колірних схем, а також настроюється підсвічування синтаксису коду;
· Інтеграція з баг-трекерами, такими як JIRA, Youtrack, Lighthouse, Pivotal Tracker, GitHub, Redmine, Trac;
· Величезна, постійно поповнюється колекція плагінів;
· Крос-платформенність (Windows, Mac OS X, Linux) [18].

4.3. Список використаних технологій

Python — інтерпретована об'єктно-орієнтована мова програмування високого рівня зі строгою динамічною типізацією. Розроблена в 1990 році Гвідо ван Россумом. Структури даних високого рівня разом із динамічною семантикою та динамічним зв'язуванням роблять її привабливою для швидкої розробки програм, а також як засіб поєднування наявних компонентів. Python підтримує модулі та пакети модулів, що сприяє модульності та повторному використанню коду [19]. 

Інтерпретатор Python та стандартні бібліотеки доступні як у скомпільованій, так і у вихідній формі на всіх основних платформах. В мові програмування Python підтримується кілька парадигм програмування, зокрема: об'єктно-орієнтована, процедурна, функціональна та аспектно-орієнтована.

Серед основних її переваг можна назвати такі:

· чистий синтаксис (для виділення блоків слід використовувати відступи);

· переносність програм (що властиве більшості інтерпретованих мов);

· стандартний дистрибутив має велику кількість корисних модулів (включно з модулем для розробки графічного інтерфейсу);

· можливість використання Python в діалоговому режимі (дуже корисне для експериментування та розв'язання простих задач);

· стандартний дистрибутив має просте, але разом із тим досить потужне середовище розробки, яке зветься IDLE і яке написане мовою Python;

· зручний для розв'язання математичних проблем (має засоби роботи з комплексними числами, може оперувати з цілими числами довільної величини, у діалоговому режимі може використовуватися як потужний калькулятор);

· відкритий код (можливість редагувати його іншими користувачами) [20].

Python має ефективні структури даних високого рівня та простий, але ефективний підхід до об'єктно-орієнтованого програмування. Елегантний синтаксис Python, динамічна обробка типів, а також те, що це інтерпретована мова, роблять її ідеальною для написання скриптів та швидкої розробки прикладних програм у багатьох галузях на більшості платформ.

Інтерпретатор мови Python і багата стандартна бібліотека (як вихідні тексти, так і бінарні дистрибутиви для всіх основних операційних систем) можуть бути отримані з сайту Python і можуть вільно розповсюджуватися. Цей самий сайт має дистрибутиви та посилання на численні модулі, програми, утиліти та додаткову документацію.

Інтерпретатор мови Python може бути розширений функціями та типами даних, розробленими на C чи C++ (або на іншій мові, яку можна викликати із C). Python також зручна як мова розширення для прикладних програм, що потребують подальшого налагодження.

Python портований і працює майже на всіх відомих платформах — від КПК до мейнфреймів. Існують порти під Microsoft Windows, всі варіанти UNIX (включаючи FreeBSD та GNU/Linux), Plan 9, Mac OS та Mac OS X, iPhone OS 2.0 і вище, Palm OS, OS/2, Amiga, AS/400 та навіть OS/390, Symbian та Android [20].

У міру старіння платформи її підтримка в основній гілці мови припиняється. Наприклад, з версії 2.6 припинена підтримка Windows 95, Windows 98 та Windows ME. Однак на цих платформах можна використовувати попередні версії Python – спільнота активно підтримує версії Python починаючи від 2.3 (для них виходять виправлення).

При цьому, на відміну від багатьох портованих систем, для всіх основних платформ Python має підтримку характерних для даної платформи технологій (наприклад, Microsoft COM/DCOM). Навіть більше, існує спеціальна версія Python для віртуальної машини Java – Jython, що дозволяє інтерпретатору виконуватися на будь-якій системі, яка підтримує Java, при цьому класи Java можуть безпосередньо використовуватися з Python й навіть бути написаними на ньому. Також кілька проектів забезпечують інтеграцію з платформою Microsoft.NET, основні з яких — IronPython та Python.Net.

Python підтримує динамічну типізацію, тобто, тип змінної визначається лише під час виконання. З базових типів слід зазначити підтримку цілих чисел довільної довжини і комплексних чисел. Python має багату бібліотеку для роботи з рядками, зокрема, кодованими в юнікоді.

З колекцій Python підтримує кортежі (tuples), списки (масиви), словники (асоціативні масиви) і від версії 2.4, множини.

Система класів підтримує множинне успадкування і метапрограмування. Будь-який тип, включаючи базові, входить до системи класів, й за необхідності можливе успадкування навіть від базових типів.

Подібно Ліспу та Прологу в режимі відлагодження, інтерпретатор Python має інтерактивний режим роботи, при якому введені з клавіатури вирази відразу ж виконуються, а результат виводиться на екран. Цей режим цікавий не тільки новачкам, але й досвідченим програмістам, які можуть протестувати в інтерактивному режимі будь-який фрагмент коду, перш ніж використовувати його в основній програмі, або просто використовувати як калькулятор з великим набором функцій.

Дизайн мови Python побудований навколо об'єктно-орієнтованої моделі програмування. Реалізація ООП в Python є елегантною, потужною та добре продуманою, але разом з тим, достатньо специфічною в порівнянні з іншими об'єктно-орієнтованими мовами.

Можливості та особливості:

· Класи є одночасно об'єктами з усіма нижче наведеними можливостями;

· Успадкування, в тому числі множинне;

· Поліморфізм (всі функції віртуальні);

· Інкапсуляція (два рівні — загальнодоступні та приховані методи і поля). Особливість — приховані члени доступні для використання та помічені як приховані лише особливими іменами;

· Спеціальні методи, що керують життєвим циклом об'єкта: конструктори, деструктори, розподільники пам'яті;

· Перевантаження операторів (усіх, крім is, '.', '=' і символьних логічних);

· Властивості (імітація поля за допомогою функцій);

· Управління доступу до полів (емуляція полів і методів, частковий доступ тощо);

· Методи для управління найпоширенішими операціями (істинносне значення, len(), глибоке копіювання, серіалізація, ітерація по об'єкту, …);

· Метапрограмування (управління створенням класів, тригери на створення класів, та ін);

· Повна інтроспекція;

· Класові та статичні методи, класові поля;

· Класи, вкладені у функції та інші класи [20].

Python підтримує парадигму функціонального програмування, зокрема:

· функція є об'єктом;

· функції вищих порядків;

· рекурсія;

· розвинена обробка списків (спискові вирази, операції над послідовностями, ітератори);

· аналог замикань (closures);

· часткове застосування функції;

· можливість реалізації інших засобів на самій мові (наприклад, каррінг).

Програмне забезпечення (застосунок або бібліотека) на Python оформлюється у вигляді модулів, які у свою чергу можуть бути зібрані в пакунки. Модулі можуть розташовуватися як у каталогах, так і в ZIP-архівах. Модулі можуть бути двох типів за своїм походженням: модулі, написані на «чистому» Python, і модулі розширення (extension modules), написані на інших мовах програмування. Наприклад, в стандартній бібліотеці є «чистий» модуль pickle і його аналог на Сі: cPickle. Модуль оформляється у вигляді окремого файлу, а пакет — у вигляді окремого каталогу. Підключення модуля до програми здійснюється оператором import. Після імпорту модуль представлений окремим об'єктом, що дає доступ до простору імен модуля. У ході виконання програми модуль можна перезавантажити функцією reload().
Python підтримує повну інтроспекцію часу виконання. Це означає, що для будь-якого об'єкта можна отримати всю інформацію про його внутрішню структуру [20].

Застосування інтроспекції (метапрограмування) є важливою частиною того, що називають «pythonic style», і широко застосовується в бібліотеках і фреймворках Python, таких як PyRO, Pyro, PLY, CherryPy, Django та інших, заощаджуючи час програміста, що ними користується.

Обробка винятків підтримується в Python допомогою операторів try, except, else, finally, raise, що утворюють блок обробки винятків.

У програмах на Python широко використовуються ітератори. Цикл for може працювати як з послідовністю, так і з ітераторами. Усі колекції, як правило, надають ітератор. Об'єкти визначеного користувачем класу теж можуть бути ітераторами. Модуль itertools стандартної бібліотеки містить багато корисних функцій для роботи з ітераторами. На відміну від звичайних послідовностей, всі елементи яких зберігаються в пам'яті, отримання наступного елемента забезпечує генератор — спеціальна функція, звернення до якої обчислює і повертає наступний елемент генератора.

Однією з цікавих можливостей мови є генератори — функції, що між викликами зберігають внутрішній стан: значення локальних змінних і поточну інструкцію (див. також: супрограма). Генератори можуть використовуватися як ітератори для структур даних і для лінивих обчислень.

У Python 2.5 з'явилися засоби для керування контекстом виконання блоку коду — оператор with та модуль contextlib.

Оператор може застосовуватися в тих випадках, коли до та після деяких дій обов'язково мають виконуватися якісь інші дії, незалежно від створених у блоці винятків або операторів return: файли має бути закрито, ресурси звільнено, перенаправлення стандартного введення/виведення завершено, тощо. Оператор полегшує читання коду, отже, допомагає уникати помилок.

Починаючи з версії 2.4, Python дозволяє використовувати, так звані, Декоратори (не слід плутати з однойменним шаблоном проектування) для підтримки існуючої практики перетворення функцій та методів у місці визначення (декораторів може бути декілька). Після довгих дебатів для декораторів став використовуватися символ @ у рядках, що передують визначенню функції або методу [21].

Python, як і багато інших інтерпретованих мов, які не застосовують, наприклад, JIT-компілятори, мають загальний недолік — порівняно невисоку швидкість виконання програм. Однак, у випадку з Python цей недолік компенсується зменшенням часу розробки програми. У середньому, програма, написана на Python, в 2-4 рази компактніша, ніж її аналог на C++ або Java. Збереження байт-коду (файли .pyc і .pyo) дозволяє інтерпретатору не витрачати зайвий час на перекомпіляцію коду модулів при кожному запуску, на відміну, наприклад, від мови Perl. Крім того, існує спеціальна JIT-бібліотека psyco (проте призводить до збільшення споживання оперативної пам'яті). Ефективність psyco в значній мірі залежить від архітектури програми [16].
Відсутність статичної типізації є не стільки вадою інтерпретатора, скільки вибором розробника мови. Справа в тому, що в Python прийнята так звана «качина типізація». У силу цього типи переданих значень недоступні на етапі компіляції, та помилки на зразок AttributeError можуть виникати під час виконання. Відсутність статичної типізації також є однією з основних причин низької швидкодії.

У порівнянні з Ruby та деякими іншими мовами, в Python відсутня можливість модифікувати вбудовані класи, такі, як int, str, float, list та інші, що, однак, дозволяє Python споживати менше оперативної пам'яті і швидше працювати. Ще однією причиною введення такого обмеження є необхідність узгодження з модулями розширення. Багато модулів (з метою оптимізації швидкодії) перетворять Python-об'єкти елементарних типів до відповідних Сі-типів замість маніпуляцій з ними за допомогою Сі-API.

GIL (Global Interpreter Lock) — проблема, притаманна CPython, Stackless та PyPy, але відсутня в Jython та IronPython. При своїй роботі основний інтерпретатор Python постійно використовує велику кількість нитко-небезпечних даних. В основному це словники, в яких зберігаються атрибути об'єктів. Для уникнення руйнування цих даних при спільній модифікації з різних потоків перед початком виконання декількох інструкцій (за замовчуванням 100) потік інтерпретатора захоплює GIL, а після закінчення звільняє. Внаслідок цієї особливості в кожен момент часу може виконуватися тільки одна нить Python коду, навіть якщо на комп'ютері є кілька процесорів або процесорних ядер (GIL також звільняється на час виконання блокуючих операцій, таких як введення-виведення, зміни/перевірка стану синхронізуючих примітивів та інших — таким чином, якщо одна нить блокується, інші можуть виконуватися). Була зроблена спроба переходу до більш гранульованої синхронізації, проте через часті захоплення/звільнення блокувань ця реалізація виявилася занадто повільною. У найближчому майбутньому перехід від GIL до інших технік не передбачається, однак є python-safethread — CPython без GIL і з деякими іншими змінами (за твердженнями його авторів, на однонитевих застосунках швидкість відповідає 60-65% від швидкості оригінальному CPython) [20].

Ця проблема має два основних варіанти вирішення. Перший — відмова від спільного використання змінюваних даних. При цьому дані дублюються в нитях і необхідність забезпечення їхньої синхронізації (якщо така потрібна) лягає на програміста. Цей підхід веде до збільшення споживання оперативної пам'яті (однак не настільки сильно, як при використанні процесів).

Другий підхід — забезпечення більш гранульованої синхронізації — для окремих структур даних. У цьому випадку падає продуктивність внаслідок збільшення числа звільнень/захоплень блокувань.

Якщо необхідно паралельне виконання декількох нитей Python-коду, то можна скористатися процесами, наприклад, модулем processing, який імітує семантику стандартного модуля threading, але використовує процеси замість нитей. Є безліч модулів, що спрощують написання паралельних та/або розподілених застосунків на Python, таких як parallelpython, Pypar, pympi та інші. GIL звільняється при виконанні коду більшості розширень, наприклад, NumPy/SciPy, дозволяючи на час розрахунків виконуватися іншому Python-ниті. Іншим рішенням може бути використання IronPython або Jython, позбавлених даного недоліку [20].

OpenCV (Open Source Computer Vision Library) — це бібліотека функцій та алгоритмів комп'ютерного зору, обробки зображень і чисельних алгоритмів загального призначення з відкритим кодом. OpenCV був побудований для створення загальної інфраструктури для програм комп’ютерного зору та для прискорення використання машинного сприйняття в комерційних продуктах. Будучи ліцензованим BSD продуктом, OpenCV полегшує бізнесу використання та зміну коду [22].

Бібліотека має понад 2500 оптимізованих алгоритмів, що включає в себе вичерпний набір як класичних, так і сучасних алгоритмів комп'ютерного зору та машинного навчання. Ці алгоритми можуть бути використані для виявлення та розпізнавання облич, ідентифікації об'єктів, класифікації дій людини у відео, відстеження рухів камери, відстеження рухомих об’єктів, витягування 3D-моделей об'єктів, отримання 3D-хмарних точок із стереокамер, скріплення зображень разом для отримання високої роздільної здатності зображення цілої сцени, знайдіть подібні зображення із бази даних зображень, видаліть червоні очі з зображень, зроблених за допомогою спалаху, слідкуйте за рухами очей, розпізнайте краєвиди та встановіть маркери, щоб перекрити її доповненою реальністю тощо. У OpenCV є понад 47 тис. користувачів користувачів спільнота та приблизна кількість завантажень, що перевищують 18 мільйонів. Бібліотека широко використовується у компаніях, наукових групах та урядових органах.

Поряд з налагодженими компаніями, такими як Google, Yahoo, Microsoft, Intel, IBM, Sony, Honda, Toyota, які використовують бібліотеку, існує безліч стартапів, таких як Applied Minds, VideoSurf і Zeitera, які широко використовують OpenCV. Розгорнутий OpenCV використовує діапазон від скріплення зображень вуличного виду, виявлення вторгнень у відео спостереження в Ізраїлі, моніторингу шахтного обладнання в Китаї, допомоги роботам у навігації та підборі предметів у Willow Garage, виявленні аварій, що потопають у басейні в Європі, запуску інтерактивного мистецтва в Іспанія та Нью-Йорк, перевіряючи злітно-посадкові смуги на сміття в Туреччині, оглядаючи етикетки на продуктах на заводах по всьому світу для швидкого виявлення обличчя в Японії.

OpenCV має інтерфейси C++, Python, Java та MATLAB та підтримує Windows, Linux, Android та MacOS. OpenCV в основному схиляється до додатків зору в режимі реального часу та використовує інструкції MMX та SSE, коли вони доступні. Зараз активно розробляються повнофункціональні інтерфейси CUDA та OpenCL. Існує понад 500 алгоритмів і приблизно в 10 разів більше функцій, які складають або підтримують ці алгоритми. OpenCV написано на мові C++ і має шаблоновий інтерфейс, який легко працює з контейнерами STL [22].
4.4. Розробка програмного коду

На основі розглянутих засобів та моделей потрібно виконати розробку системи розпізнавання зображення.
Першим кроком буде завантаження готових, заздалегідь натренованих на наборах данних COCO файлів .weights мережі YOLOv3, конфігураційних файлів цієї самої мережі, а також файл з лейблами COCO (типами зображень на яких була натренерована нейромережа і які вона здатна розпізнавати). Завантаживши дані файли потрібно зберігти файли в сирцеву папку проекту для подальшого використання.
Оскільки взаємодія користувача з програмою буде здійснюватись за допомогою командного рядка слід додати програмний блок, який буде відповідати за інтерпретацію команд отриманих від користувача.
parser = argparse.ArgumentParser()
Даний об’єкт аналізує символьний рядок з командного рядка та перетворює в об’єкти мови Python. 
Додамо наступний програмний блок:

parser.add_argument('-i', '--image-path',

                        type=str,

                        help='The path to the image file')

parser.add_argument('-v', '--video-path',

                        type=str,

                        help='The path to the video file')

parser.add_argument('-c', '--confidence',

                        type=float,

                        default=0.5,

                        help='The model will reject boundaries which has a \





probabiity less than the confidence value. \





default: 0.5')

parser.add_argument('-th', '--threshold',

                        type=float,

                        default=0.3,

                        help='The threshold to use when applying the \





Non-Max Suppresion') 
· Команда image-path відповідає за шлях до файла зображення, на якому будуть розпізнаватися об’єкти;

·  Команда video-path відповідає за шлях до відео файла, на якому будуть розпізнаватися об’єкти;
· Команда confidence відповідає за мінімальна ймовірність фільтрувати слабкі виявлення. Елементи з вірогідністю нижче заданої не будуть виділятись;

· Команда threshold відповідає за поріг не максимальних стримувань. Суть даного параметра полягає в тому, щоб мережа виділяла об’єкт на зображенні тільки один раз, вибравши з декількох прямокутників один з найбільшою вірогідністю та відсікаючи інші, що перекривають його;

Інша команда буде завантажувати .weights і .cfg мережі YOLO:
net=cv.dnn.readNetFromDarknet('./yolo_model/yolov3.cfg','./yolo_model/yolov3.weights')
Наступний блок коду відподіває ходу програми у випадку, коли введена команда з шляхом до зображення. Спочатку зображення буде зчитано і у випадку коли всередині введенної директорії не виявиться зображення буде виведена помилка в командний рядок. Слідом зображення буде конвертовано в формат який можно подати на вхід нейромережі YOLO. З вихідного шару нейромережі будуть отримані елементи навколо яких відмалюються прямокутники з вірогідністю та лейблом COCO і тільки потім до зображення буде застосований параметр порога не максимальних стримувань.
    if FLAGS.image_path:

        try:

            img = cv.imread(FLAGS.image_path)

            height, width = img.shape[:2]

        except:

            raise Exception('[ERROR] Image cannot be loaded! Please check the path provided!')

        finally:

            img, _, _, _, _ = infer_image(net, layer_names, height, width, img, colors, labels, FLAGS)

            print("[INFO] Image processing finished!")

            show_image(img)

Обробка відео файлів буде здійснюватись схожим чином, покадрово, а результат конвертований та збережений назад у відеофайл з розширенням avi.

        try:

            vid = cv.VideoCapture(FLAGS.video_path)

            height, width = None, None

            writer = None

        except:

            raise Exception('[ERROR] Video cannot be loaded! Please check the path provided!')

        finally:

            while True:

                grabbed, frame = vid.read()

                if not grabbed:

                    break

                if width is None or height is None:

                    height, width = frame.shape[:2]

                frame, _, _, _, _ = infer_image(net, layer_names, height, width, frame, colors, labels, FLAGS)

                if writer is None:

                    fourcc = cv.VideoWriter_fourcc(*"MJPG")

                    writer = cv.VideoWriter('./output_files/output.avi', fourcc, 30,

                                            (frame.shape[1], frame.shape[0]), True)

                writer.write(frame)

            print("[INFO] Video processing finished!")

            writer.release()

            vid.release()

Зображення з веб-камери обробляється аналогічним чином до відео файлів, але з неперервним показом у реальному часу доки користувач не натисне кнопку закриття програми.
        count = 0

        vid = cv.VideoCapture(0)

        while True:

            _, frame = vid.read()

            height, width = frame.shape[:2]

            if count == 0:

                frame, boxes, confidences, classids, idxs = infer_image(net, layer_names, height, width, frame, colors, labels, FLAGS)

                count += 1

            else:

                frame, boxes, confidences, classids, idxs = infer_image(net, layer_names, height, width, frame, colors, labels, FLAGS, boxes, confidences, classids, idxs, infer=False)

                count = (count + 1) % 6

            cv.namedWindow('webcam', cv.WINDOW_NORMAL)

            cv.imshow('webcam', frame)

            if cv.waitKey(1) & 0xFF == ord('q'):

                break

        vid.release()

        cv.destroyAllWindows()
4.5. Тестування програмного комплексу

Для того, щоб завантажити та обробити зображення за допомогою розробленної системи достатньо зайти в термінал або командну строку операційної системи та ввести наступну команду: “python yolo.py 
-i=input_files/image1.jpg”, в якій останній параметр являється директорією до зоображення.
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Рис. 4.1. Термінал IDE PyCharm
Після того, як зображення оброблено, програмою в командний рядок буде виведена інформація про час обробки картинки, список знайдених об’єктів з вірогідністю від 0 до 1, коротке повідомлення про завершення роботи програми.
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D:\Diplom\ImageDetectionsource\Object -Detection-OpenCV-Diplom>python yolo.py -
[INFO] Time taken to infer image: 1.259918 seconds

[RESULTS] dog: 0.939900

[RESULTS] cat: 0.722426

[INFO] Image processing Finished!

put_files/image2.jpg

D:\Diplom\ImageDetectionsource\Object -Detection-OpenCV-Diplom>python yolo.py -
[INFO] Time taken to infer image: 1.289916 seconds

[RESULTS] aeroplane: 0.933926

[RESULTS] person: 0.933347

[INFO] Image processing Finished!

put_files/naud.jpg




Рис. 4.2. Термінал IDE PyCharm
Оброблене зображення також буде відкрито і виглядатиме наступним чином.
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Рис. 4.3. Зображення, оброблене за допомогою розробленної програми

Завантаживши та обробивши 100 зображень в таблиці 4.1 можно спостерігати наступні результати.
Таблиця 4.1
Статистика роботи програми 

	Кількість оброблених зображень
	Середня кількість знайдених об’єктів
	Середня кількість всіх об’єктів на зображенні, які можливо задетектувати
	Середній час на обробку зображення (секунд)

	10
	5
	6
	1,21

	20
	5,4
	6,6
	1,34

	100
	6,1
	7,8
	1,57


Проаналізувавши отримані результати, можно стверджувати, що розроблений програмний модуль розпізнає більше 78% об’єктів на зображенні (об’єкти, які не включені до списку тих, на яких тренували дану нейронну мережу не враховуються).
Для більш точного результату розробленної програми необхідно притримуватись наступних вимог при відборі зображень:

· Зображення повинно мати якнаймога більшу роздільну здатність;

· Об’єкти, які мають бути розпізнані повинні ідентично відповідати тим, на яких тренували нейромережу;
· Об’єкти, які мають бути розпізнані повинні знаходитись відокремлено один від одного;
· Обробка зображення повинна підкреслювати об’єкти, які мають бути розпізнані, а не спотворювати їх.
Для того, щоб завантажити та обробити відеофайл за допомогою розробленної системи достатньо зайти в термінал або командну строку операційної системи та ввести наступну команду: “python yolo.py 
-v=input_files/false.mp4”, в якій останній параметр являється директорією до відеофайлу. Відеофайл після обробки програмою збережений в папці “output_files”, всередині папки проекту.
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Рис. 4.4. Відеофайл, оброблений за допомогою розробленної програми
Однак, обробка відеофайлу займає значний час. Наприклад, для обробки відеофайлу тривалістю 5 хвилин, розширенням 640х360, 24 кадра в секунду знадобилось 34 хвилини використовуючи архітектуру нейромережі YOLOv3.
4.6. Висновки до розділу

Метою данного розділу була розробка програмного забезпечення для розпізнавання зображень за допомогою нейромережі.

В даному розділі відокремлено вимоги до програмного забезпечення, описано стек використаних технологій, розроблено програмне забезпечення для розпізнавання зображень за допомогою нейромережі.

Програмний продукт був реалізований у інтергованому середовищі розробки PyCharm Community. 

При тестуванні програмного модулю проаналізовано роботу на сотні різних зображень. Програмний модуль розпізнає більше 78% об’єктів на зображенні (об’єкти, які не включені до списку тих, на яких тренували дану нейронну мережу не враховуються). Отриманий результат не є ідеальним, але швидкість обробки зображень та відеофайлів, наряду з мультиплатформенністю додатку, простим та зручним інтерфейсом програми в комадному рядку, можливістю переключатись на інші версії YOLO нейромережі перевищують всі інші недоліки.
ВИСНОВКИ

Під час виконання дипломної роботи були розв’язані наступні задачі:

· проведено розгляд сучасних програмних комплексів для розпізнавання образів;

· проведено розгляд застосування нейромереж в розпізнаванні образів;

· проведено дослідження методів розпізнавання образів;

· проведено аналіз критеріїв якості розпізнавання образів;
· проведено розгляд типів нейронних мереж;

· проведено розгляд підходів до навчання нейронних мереж;
· проведено аналіз та вибрано архітектуру CNN для розпізнавання зображення;
· проведено порівняння продуктивності архітектур CNN;

· проведено аналіз вимог до програмного та апаратного забезпечення розробленого програмного модуля;

· проведено вибір середовища розробки та технологій, застосованих в розробленому програмному модулі;
· розроблено програмний код в Pycharm Community;

· протестовано програмний модуль на зображеннях та відеофайлах.
У дипломній роботі досліджено поняття нейронна мережа, глибоке навчання, згорткова нейронна мережа, інтегроване середовище розробки. Слід також відокремити поняття комп'ютерний зір – це поле вивчення, зосереджене на проблемі допомагати комп'ютерам бачити. Це мультидисциплінарна сфера, яку в широкому розумінні можна назвати підполем штучного інтелекту та машинного навчання, яка може передбачати використання спеціалізованих методів та використання загальних алгоритмів навчання.

Реалізація систем комп'ютерного зору сильно залежить від області їх застосування. Деякі системи є автономними і вирішують специфічні проблеми детектування та вимірювання, тоді як інші системи складають підсистеми більших систем, які, наприклад, можуть містити підсистеми контролю за механічними маніпуляторами, планування, інформаційні бази даних, інтерфейси людина-машина тощо.
У першому розділі проаналізовано проблеми досліджуваної області, розглянуто сучасні програмні комплекси для розпізнавання образів, описано підходи до розпізнавання образів. Відокремлено дві групи методів розпізнавання образів: методи, які для форування вирішальних правил використовують класифіковану навчальну матрицю та методи автоматичної класифікації, здатні обробляти некласифіковані дані (методи навчання без учителя), а також проаналізовано критерії якості розпізнавання образів.
В другому розділі проведено огляд нейромереж різних типів: нейронних мереж прямого поширення. багатошарового процентрона, згорткової нейронної мережі, рекурентної нейронної мережі, модульних нейронних мереж та способів їх навчання. 
На основі розглянутих моделей нейромереж, було обрано згорткову нейромережу, оскільки вони завдяки своїй будові добре витягують ознаки з зображення, мають набагато меншу кількість налаштованих ваг, так як одне ядро ваг вікорістовується цілком для всього зображення, замість того, щоб робити для кожного пікселя вхідного зображення свої персональні вагові коефіцієнти.
В третьому розділі було описано особливості популярних архітектур CNN: R-CNN, Fast R-CNN, Faster R-CNN, Mask R-CNN, YOLO, SSD, Feature Pyramid Networks (FPN), RetinaNet. Розглянуто складові елементи та принципи роботи данних архітектур. Проаналізовано порівняння продуктивності та відношення точності розпізнавання та часу висновку архітектур CNN. 

Обрано архітектуру YOLOv3, оскільки вона володіє гарним співвідношенням точності до часу висновку, обробляє зображення швидше, ніж інші архітектури CNN, добре показує себе в обробці зображень в реальному часі, прогнози (розташування об'єктів та класи) виробляються з однієї єдиної мережі. Методи пропозиції регіонів обмежують класифікатор певним регіоном. YOLO звертається до всього зображення в передбаченні меж. З додатковим контекстом YOLO демонструє менше помилкових позитивних ефектів у фонових областях, а також застосовує просторове різноманіття при прогнозуванні.
Метою четвертого розділу була розробка програмного забезпечення для програмного комплексу для прогнозування курсу акцій компаній.

Програмний продукт був реалізований у середовищі візуального програмування PyCharm Community.
Тестування програмного модулю виконано на сотні відібраних зображеннях, які містять образи, на яких була натренерована нейромережа. Програмний модуль розпізнає більше 78% об’єктів на зображенні (об’єкти, які не включені до списку тих, на яких тренували дану нейронну мережу не враховуються). Отриманий результат не є ідеальним, але швидкість обробки зображень та відеофайлів, наряду з мультиплатформенністю додатку, простим та зручним інтерфейсом програми в комадному рядку, можливістю переключатись на інші версії YOLO нейромережі перевищують всі інші недоліки.
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